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pStruktura p̌rednášky

� motivace

− proč shlukujeme? možnosti využit́ı,

� formalizace úlohy jako optimalizačńı problém

− obt́ıžnost,

� algoritmus k-sťredů (k-means)

− p̌ŕımočaré hladové řešeńı,

− p̌rednosti a nedostatky,

� obecněǰśı pohled na problém

− k-means jako instance EM algoritmu,

− soft shlukováńı,

− EM algoritmus a směs normálńıch rozděleńı,

� hierarchické shlukováńı

− motivace – co nám p̌rinese nav́ıc?

− aglomerativńı a divizivńı p̌ŕıstup,

� shrnut́ı, kategorizace p̌ŕıstupů.
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pShlukováńı – ilustrace

� shluky a jejich prototypy p̌rinášej́ı novou znalost o doméně,

� výklad nap̌ŕıklad ve spojeńı s geografickou informaćı a vizualizaćı,

� “shlukováńı” 210 miliónů Facebookových profil̊u na základě p̌rátelstv́ı,
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pShlukováńı – ilustrace

� shluky a jejich typičt́ı reprezentanti p̌rinášej́ı novou znalost domény,

� anketa: proč lidé pij́ı alkohol?

� ćıl: nalézt “vzorové pijáky” a zhuštěně reprezentovat vztah lid́ı k alkoholu,

Kord́ık: Y336VD
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pShlukováńı – ilustrace

� použit́ı pro segmentaci obrazu,

� p̌ŕıznaky jsou: (soǔradnice bodu), (a) barevné složky, (b) jas u čb obrazu.

Xiao Zhang: Image Segmentation.

� � � � � � � � � � � � � � � � � � � � � � � � � � A4M33SAD



pShlukováńı – možnosti využit́ı

� vztah k učeńı

− objevováńı ťŕıd v neťŕıděných (neklasifikovaných) datech (class discovery),

− tzv. “učeńı bez učitele” (unsupervised learning),

� porozuměńı dat̊um a jejich struktǔre

− tvorba taxonomíı (biologie – organismy, geny),

− urychleńı p̌ŕıstupu k informaćım (organizace výstupů z web vyhledávače),

− detekce odlehlých instanćı,

� využit́ı prototypů

− sumarizace (původńı objekty zcela zapomenuty),

− komprese (vektorová kvantizace),

− efektivńı vyhledáńı nejbližš́ıch sousedů.
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pShlukováńı – formalizace

� ćıl

− rozdělit neklasifikované p̌ŕıklady do disjunktńıch podmnožin, shluk̊u,

− děĺıme tak, aby si p̌ŕıklady

1. v rámci shluku byly navzájem podobné,

2. z r̊uzných shluk̊u byly navzájem nepodobné,

− disjunktńı rozklad množiny vzor̊u ze vstupńıho prostoru (obvykle Rn) do k > 1 ťŕıd

X . . . množina m objekt̊u, Ω = {C1, . . . , Ck} . . . rozklad množiny X ,

∀i, j ≤ k, i 6= j Ci 6= ∅, Ci ∩ Cj = ∅, C1 ∪ C2 ∪ · · · ∪ Ck = X ,

� řeš́ıme optimalizačńı problém

− vstupy jsou

∗ trénovaćı data,

∗ vzdálenostńı funkce (funkce odlǐsnosti),

∗ (optimalizačńı kritérium).

− neznámými jsou

∗ počet shluk̊u,

∗ p̌rǐrazeńı p̌ŕıkladů do shluk̊u – rozklad (partition),

∗ (prototypy – typičt́ı reprezentanti shluk̊u).
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pShlukováńı – obt́ıžnost

� varianta úlohy bayesovského rozhodováńı

najdi strategii Q : X → D (D jsou rozhodnut́ı), která minimalizuje

argmin
q

∑
x∈X p(x)W (x, q(x)) (W je pokutová fce),

� jak velký prostor prohledáváme?

− počet r̊uzných disjunktńıch rozkladů: Stirlingovo č́ıslo druhého druhu

S(m, k) =
{
m
k

}
= 1

k!

∑k
j=0 (−1)k−j

(
k
j

)
jm, mj. plat́ı S(m, 2) =

{
m
2

}
= 2m−1 − 1

m\k 1 2 3 4 5 6 7 8

2 1 1

3 1 3 1

4 1 7 6 1

5 1 15 25 10 1

6 1 31 90 65 15 1

7 1 63 301 350 140 21 1

8 1 127 966 1701 1050 266 28 1

− nelze aplikovat hodnot́ıćı kritérium naivně (úplné prohledáváńı),

� NP-těžký problém, řeš́ı se heuristicky.
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pK-sťred̊u – funkce, ideálńı běh (Borgelt: IDA slides)

� � � � � � � � � � � � � � � � � � � � � � � � � � A4M33SAD



pAlgoritmus k-sťred̊u (k-means)

� globálńı kritérium homogenity: W (k) = argmin
Ω

∑k
i=1

∑
xj∈Ci

d(xj, µi),

� vstupy: X = {x1, . . . , xm} ⊂ Rn, k ∈ N, d : X × X → R,

1. náhodně inicializuj sťredy shluk̊u µj (nap̌r. volbou k vstupńıch p̌ŕıkladů),

2. každý z p̌ŕıkladů xi ∈ X p̌rǐraď k nejbližš́ımu sťredu – ∀i argmin
j=1...k

d(xi, µj),

3. p̌repoč́ıtej sťredy shluk̊u – sťredem je sťredńı vektor ze všech p̌rǐrazených p̌ŕıkladů,

4. opakuj kroky 2 a 3 dokud se sťredy shluk̊u měńı.

� hladový algoritmus

− konvergence zaručena, obvykle rychlá,

− vede k nalezeńı lokálně optimálńıho řešeńı,

− citlivý na počátečńı inicializaci,

� ilustračńı demo applet

− http://www.kovan.ceng.metu.edu.tr/~maya/kmeans/index.html.
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pK-sťred̊u – uv́ıznut́ı v lokálńım minimu (Borgelt: IDA slides)
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pVzdálenostńı funkce

� obvykle metrika na X , ∀x, y, z ∈ X :

− d(x, y) ≥ 0, d(x, y) = 0⇔ x = y, d(x, y) = d(y, x), d(x, z) ≤ d(x, y) + d(y, z)

� často použ́ıvané funkce

− Minkowského metrika: d(x, y) =
(∑n

i=1(xi − yi)k
)1

k

∗ volba k: dH(k = 1) (Manhattan, Hamming, taxi), dE(k = 2) (Euclid), dC(k = ∞)

(Čebyšev),

− kośınová odlǐsnost (dokumenty): d(x, y) = 1− cos(θ) = 1− x·y
|x||y|

− editačńı (Levenshteinova) vzdálenost (pro slova, sekvence)

∗ počet transformaćı (edit, insert, delete) nutných k p̌reměně jednoho slova na druhé.

Minkowského vzdálenost, Berka: Dolováńı dat kośınová vzdálenost
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pk-sťred̊u: volba optimálńıho počtu shluk̊u

� k jako apriorńı znalost,

� k pouze z počtu p̌ŕıkladů: k ∼
√

m
2 ,

� nehomogenita W nutně monotónně klesá s rostoućım k, možný heuristický “elbow” postup:

− opakovat algoritmus k-sťredů s postupně rostoućım k,

− vhodné k je v ḿıstě náhlého poklesu kritéria homogenity nebo v koleni ǩrivky,

− Hartiganovo kritérium: H(k) = W (k)−W (k+1)
W (k+1)(m−k−1)

zvol nejnižš́ı k ≥ 1, kde H(k) je dostatečně malé.
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pk-sťred̊u: volba optimálńıho počtu shluk̊u

� Tibshirani (2001): gap statistic

− srovnává pr̊uběh W (k), resp log(W (k)), s referenčńım pr̊uběhem Wref(k),

− naḿısto log(W (k)) hledá minimum v log(W (k))
log(Wref (k)),

− Wref(k) lze źıskat dvěma způsoby

∗ homogenita uniformńıho rozděleńı “bez shluk̊u” (Wunif(k)),

∗ homogenita permutovaného rozděleńı – pǒrad́ı hodnot v p̌ŕıznaćıch znáhodněno (Wperm(k)),

∗ v obou p̌ŕıpadech je nutné zachovat doménu,

− postup obvyklý ve statistice.
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pk-sťred̊u: volba optimálńıho počtu shluk̊u

� pro EM i teoreticky podloženěǰśı p̌ŕıstupy: AIC nebo BIC.
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pExpectation Maximization (EM) algoritmus

� k-sťredů je variantou obecného EM algoritmu,

� maximalizuje věrohodnost Pr(X|θ)

θ∗ = argmax
θ

Pr(X|θ) = argmax
θ

∏m
i=1 Pr(xi|θ)

� zavád́ı skrytou proměnnou Q, která usnadňuje maximalizaci Pr(X|θ)

− E-krok:

∗ odhadni (rozděleńı) skryté proměnné pro daná data a stávaj́ıćı hodnotu parametr̊u θ,

−M-krok:

∗ uprav parametry θ tak, aby byla maximalizována věrohodnost pro dané Q,

� konkretizace pro k-sťredů

− Q určuje binárńı p̌ŕıslušnost p̌ŕıkladů ke shluk̊um,

− E-krok: p̌rǐraď p̌ŕıklady ke sťredům,

− M-krok: p̌repoč́ıtej sťredy shluk̊u.
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pSoft (pravděpodobnostńı) shlukováńı

� nevyžaduje “ostrou” p̌ŕıslušnost instance do právě jednoho shluku,

� stupeň p̌ŕıslušnosti Pr(Cj|xi) je chápán jako pravděpodobnost

− muśı platit: ∀i = 1, . . . ,m :
∑

j=1,...,k Pr(Cj|xi) = 1

� algoritmus pro pravděpodobnostńı shlukováńı – “soft verze” k-sťredů

− na principu algoritmu EM,

− pro výpočet Pr(Cj|xi) je použit model s parametry θ,

− θ nejčastěji určuje směs normálńıch rozděleńı (Gaussian Mixture Model – GMM),

∗ Pr(xi|θ) =
∑k

j=1 αj
1

(2π)n/2|Σj |1/2e
−1

2(xi−µj)tΣ−1
j (xi−µj)

∗ θ = {α1, . . . , αk, µ1, . . . , µk,Σ1, . . . ,Σk},
∑k

j=1 αj = 1

∗ αi . . . váha elementu směsi, µi . . . sťredový vektor, Σi . . . kovariančńı matice,

− θ může definovat i naivńı bayesovský model apod.,

� EM GMM shlukováńı

− Q pro každý p̌ŕıklad určuje pst, že p̌ŕıklad byl vygenerován konkrétńım gaussiánem,

� soft shlukováńı je speciálńım p̌ŕıpadem fuzzy shlukováńı (fuzzy clustering)

− pracuje s p̌ŕıslušnost́ı Pr(Cj|xi) bez daľśıch omezeńı.
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pEM pro GMM shlukováńı

� EM je iterativńı algoritmus,

� ilustrace jednoho kroku po náhodné inicializaci.

E-krok M-krok
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pEM shlukováńı – srovnáńı s k-sťred̊u

� shlukováńı lze definovat jako optimalizaci směsi normálńıch rozděleńı v n rozměrech,

� počet rozděleńı odpov́ıdá k (může být také součást́ı maximalizace věrohodnosti resp. AIC),

� rozklad: p̌ŕıklad je p̌rǐrazen k rozděleńı s nejvyš̌śı aposteriorńı pst́ı Pr(Cj|xi),

� p̌redpokládá normálńı rozděleńı dat ve shluku,

� robustněǰśı, ale pomaleǰśı než k-means,

� demo: http://staff.aist.go.jp/s.akaho/MixtureEM.html.
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pHierarchické shlukováńı – motivace

� taxonomie nese v́ıce informace než rozklad

− analýza na r̊uzných úrovńıch granularity,

− binárńı strom = dendrogram,

� rozumná dekompozice shlukovaćıho problému na podproblémy

− p̌ŕımočaré a výpočetně zvládnutelné řešeńı.
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pHierarchické shlukováńı – algoritmus

� rekurzivńı použit́ı standardńıho shlukovaćıho kroku,

� aglomerativńı p̌ŕıstup (zdola nahoru)

− nejprve každá instance shlukem,

− iterativńı spojováńı nejpodobněǰśıch shluk̊u, obvykle dvojic,

� divizivńı p̌ŕıstup (shora dol̊u)

− rozděl instančńı množinu na shluky, obvykle dva,

− iterativně rozděluj vytvǒrené shluky,

− obt́ıžněji implementovatelné – pracuje s daľśım vniťrńım shlukovaćım alg.,

− efektivněǰśı než aglomerativńı, zejména pokud negenerujeme celý dendrogram,

� nevyžaduje p̌redurčeńı k, konstruuje hierarchii.

� rozklad je určen řezem dendrogramu.
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pHierarchické shlukováńı – vzdálenost shluk̊u

� kĺıčovou je definice zobecněné vzdálenostńı funkce

− od mě̌reńı vzdálenosti instanćı k mě̌reńı vzdálenosti množin instanćı,

− původně: d : X × X → R,

− nyńı: δ : 2X × 2X → R,

� základńı možnosti definice δ na základě d

− vzdálenost mezi dvěma nejpodobněǰśımi instancemi (single linkage)

δ(Ci, Cj) = min
x∈Ci,y∈Cj

d(x, y),

− vzdálenost mezi dvěma nejodlǐsněǰśımi instacemi (complete linkage)

δ(Ci, Cj) = max
x∈Ci,y∈Cj

d(x, y),

− pr̊uměrná vzdálenost mezi dvojicemi instanćı (average linkage)

δ(Ci, Cj) = 1
|Ci||Cj |

∑
x∈Ci

∑
y∈Cj

d(x, y),

− vzdálenost mezi sťredy shluk̊u (centroid)

δ(Ci, Cj) = d(µi, µj),
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pPř́ıklad: vliv vzdálenostńı fce na shlukováńı (Borgelt: IDA slides)

� Př.: jednodimenzionálńı množina p̌ŕıkladů 2, 12, 16, 25, 29, 45.

− v p̌ŕıpadě jedné dimenze lze upravit rozḿıstěńı p̌ŕıkladů na ose x dendrogramu,

� každý z p̌ŕıstupů vede na odlǐsný dendrogram.
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pShlukováńı – shrnut́ı

� Intuitivně snadno pochopitelný princip, v mnoha kontextech, v mnoha doménách

− obecně identifikace jakéhokoli častého spoluvýskytu událost́ı v datech,

� kombinatoricky obt́ıžný optimalizačńı problém

− heuristická řešeńı, lokálńı optimalita,

� základńı kroky

− volba reprezentace,

− způsob definice podobnosti,

− vlastńı shlukováńı,

− abstraktńı reprezentace rozkladu,

− zhodnoceńı výsledku.

� co určuje kvalitu shlukovaćıho algoritmu

− škálovatelnost – počet p̌ŕıkladů, dimenzionalita,

− robustnost – šum, odlehlé hodnoty, typy atribut̊u, vzdálenostńı funkce,

− schopnost obsáhnout shluky r̊uzných tvar̊u.
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pShlukováńı – kategorizace p̌ŕıstup̊u

� nehierarchické p̌ŕıstupy

− hledaj́ı rozklad p̌ŕımo na základě minimalizace optimalizačńıho kritéria,

− pracuj́ı s globálńım kritériem homogenity,

− p̌ŕıslušnost ke shluk̊um může být jak ostrá tak pravděpodobnostńı,

− reprezentanti: k-means, EM

� hierarchické p̌ŕıstupy

− tvǒŕı shlukovou hierarchii

∗ binárńı strom = dendrogram,

− pouze lokálńı kritérium podobnosti shluk̊u,

− aglomerativńı – zdola nahoru,

− divizivńı – shora dol̊u, rozděl a panuj,

− reprezentanti: AHC (obecný princip).
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pDoporučené doplňky – zdroje p̌rednášky

:: Četba

� Hastie et al.: The Elements of Statistical Learning: DM, Inference and Prediction.

− Springer book.

� Jain et al.: Data Clustering: A Review.

− ACM Computing Surveys,

− http://www.prip.tuwien.ac.at/teaching/ss/einfuhrung-in-die-mustererkennung/download-area-

and-links/p264-jain.pdf.

� Borgelt: Intelligent Data Analysis.

− slajdy, detailńı kurz inteligentńı datové analýzy, shlukováńı na konci

− http://www.borgelt.net/courses.html#ida,
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