
Vytěžováńı Dat
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Umělé neuronové śıtě

Matematické p̌ribĺıžeńı biologické neuronové śıtě.

Snahou je napodobovat funkci biologických neuronových śıt́ı.

Jiný p̌ŕıstup k řešeńı problémů než konvenčńı výpočetńı
technika/umělá inteligence.

Mezi schopnostmi umělých neuronových śıt́ı a mozku je p̌rece jen
ještě obrovský rozd́ıl.
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Biologická neuronová śı̌t

V́ıce si můžete p̌reč́ıst nap̌ŕıklad na
http://www.mindcreators.com/NeuronBasics.htm,
http://www.generation5.org/content/2000/nn00.asp.
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Umělá neuronová śı̌t

Se skládá ze vzájemně propojených jednotek – neuronů.

Každý neuron transformuje své vstupy na výstup. Čili uḿı jen velmi
málo, ale jejich śıla je v jejich spolupráci.

Konekcionistický p̌ŕıstup k umělé inteligenci
I Spolupraćı mnoha “hloupých” jednotek dosáhnu chováńı, které je

kvalitativně “chyťreǰśı” než jen součet možnost́ı element̊u.

Neuron p̌ri transformaci může uplatnit svou lokálńı pamě̌t.

Výstupy neuronu jsou p̌rivedeny na vstupy daľśıch neuronů.
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Historie

Pionýry byli v roce 1943 profesor McCulloch a jeho žák Pitts.

V prvńım plánu hledali matematický model biologického neuronu.

McCulloch-Pitts̊uv model neuronu se dodnes použ́ıvá.

Občas se označuje také jako Perceptron.
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Princip práce McCulloch-Pittsova neuronu

Na vstupy x1, x2, . . . xn (na p̌redchoźım obrázku označeny jako
I1, I2, . . . In) p̌redlož́ım pozorované hodnoty.

Tyto hodnoty p̌renásob́ım vahami w1, w2, . . . wn a spoč́ıtám tzv.
aktivaci neuronu.

a =

n∑
i=1

wixi

Bioneuron ”vypáĺı” výstup jen v p̌ŕıpadě nadprahové aktivace.

To se v umělých śıt́ıch simuluje aktivačńı funkćı.

V p̌ŕıpadě perceptronu skokovou funkćı

f(a) = 0, pro a < konst, jinak f(a) = 1

Nep̌ripoḿıná vám to něco?
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Rozhodovaćı hranice a učeńı

Jak vypadá rozhodovaćı hranice Perceptronu (McCulloch-Pittsova
neuronu)?

A jak nastav́ıme váhy?

Přece pomoćı perceptronového algoritmu!

Jaké jsou limity perceptronu?
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Aktivačńı funkce

Prvńım vylepšeńım perceptronu jsou r̊uzné aktivačńı funkce, kterými
se transformuje aktivace na výstup.
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ADALINE

Drobné vylepšeńı perceptronu, které se týká uč́ıćıho algoritmu.

Při učeńı se chyba nepoč́ıtá p̌ŕımo z výstupu, ale z aktivace.
I Muśım znát požadovanou aktivaci.
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V́ıcevrstvá śı̌t perceptronů – Madaline

MADALINE – Multiple Adaptive Linear Element – śı̌t s jednou
skrytou vrstvou a jednou výstupńı vrstvou.
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MADALINE vybavováńı

Výpočet odpovědi śıtě na p̌redložený vstupńı vzor je jednoduchý.

Přivedu na vstupy všech neuronů odpov́ıdaj́ıćı hodnoty vstupů.

Pro každý neuron p̌renásob́ım vstupńı hodnoty vstupńımy vahami a
sečtu. T́ım źıskám aktivaci neuronu.

Aktivaci transformuji aktivačńı funkćı na výstup.

Když takto vypoč́ıtám výstupy všech neuronů, aplikuji majoritu
(spoč́ıtám kolik neuronů zǎradilo vzor do ”ťŕıdy” 0 a kolik do ”ťŕıdy”
1). A podle toho p̌redpov́ım výstupńı ťŕıdu śıtě.
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Nástin učeńı MADALINE

Předlož́ım vstupńı vzor a spoč́ıtám výstup śıtě.

Pokud se výstup shoduje s požadovaným, nedělám nic.

Pokud se vypoč́ıtaný a skutečný výstup lǐśı, změńım váhy “nějakého”
neuronu, který p̌redpov́ıdá špatnou ťŕıdu, aby “změnil názor” a
p̌riklonil majoritu na správnou stranu.

Nejjednoduš̌śı je “p̌resvědčit” neuron, který má aktivaci nejbĺıž nule.

MADALINE je dnes jen ilustrativńı.

Uč́ıćı algoritmus nezvládá komplexńı úpravy a nedokáže měnit váhy
neuronů dostatečně flexibilně.

Je ale jednou z prvńıch ukázek možnost́ı v́ıcevrstvých śıt́ı.
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Zpětné š́ı̌reńı (Back Propagation)

Elegantńı cesta, jak se vypǒrádat s problémy śıtě MADALINE.

Zárověň umožńı učeńı několika skrytých vrstev.

Docháźı ke zpětnému š́ı̌reńı chyby śıt́ı.

Nejedná se v pravém slova smyslu o jednu neuronovou śı̌t → libovolná
śı̌t, ve které se p̌ri učeńı š́ı̌ŕı výstupńı chyba zpět na vstup.

BP jsou prakticky jediným typem śıt́ı, který je znám mimo
výzkumnou komunitu zabývaj́ıćı se NS.
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Struktura Back Propagation

Jedná se o dop̌rednou śı̌t s jednou nebo dvěma skrytými vrstvami.

Vrstva se skládá z neuronů – jejich počet v jednotlivých vrstvách (a
počet vrstev) je jedńım z parametr̊u, který muśıte určit
experimentálně – tj. zkusit.

Existuje celá teorie, která dokazuje, že k aproximaci libovolné funkce
(rozhodovaćı hranice) stač́ı dvě skryté vrstvy.
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Back Propagation neuron

Standardńı Perceptron se spojitou (!!) aktivačńı funkćı.

Spojitost funkce podḿınkou učeńı založeného na derivaci.
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Back Propagation aktivačńı funkce
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Popis problému

Budeme uvažovat trénovaćı data s n reálnými p̌ŕıznaky.

Ke každému vstupu bude p̌rǐrazena klasifikace ve formě binárńıho
vektoru délky m.

Budeme ḿıt k dispozici trénovaćı množinu s p trénovaćımi p̌ŕıklady.

T = {(xk,dk)|xk = (xk1, . . . , xkn),dk = (dk1, . . . , dkm), k = 1, . . . , p}

Neuronová śı̌t bude zobrazeńım mezi p̌ŕıznakovým a výstupńım
prostorem:

y(w) : Rn → (0, 1)m
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Back Propagation učeńı (1)

Uč́ıćı algoritmus je trochu podobný tomu, co jsme již viděli.

Nejprve se spoč́ıtá odpověď (výstup) śıtě na p̌redložený vstup, pak se
spoč́ıtá rozd́ıl mezi vypoč́ıtaným a požadovaným výstupem.

Co je úplně jiné – je výpočet změny vah.

Chyba se totiž distribuuje zpět ke vstupům a postupně se upravuj́ı
váhy ve skrytých vrstvách.

A pak se pokračuje p̌redložeńım daľśıho vzoru, až do té doby než
dosáhneme zastavuj́ıćıho kritéria.
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Back Propagation učeńı (2)

1 Inicializuj všechny váhy všech neuronů na náhodné hodnoty.

2 Vytvǒr permutaci trénovaćı množiny.

3 Vyber daľśı vzor xk z vytvǒrené permutace.

4 Vypoč́ıtej výstup śıtě yk.

5 Spoč́ıtej chybu (rozd́ıl) mezi yk a skutečnou hodnotou dk.

6 Postupně propaguj chybu zpět a modifikuj váhy.

7 Pokud jsi dosud nep̌redložil všechny prvky z trénovaćı množiny
pokračuj bodem 3.

8 Pokud chyba p̌res všechny trénovaćı vzory je věťśı než zvolené
kritétium, pokračuj bodem 2.
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Back Propagation učeńı (3)

Výpočet výstupu śıtě se provád́ı již známým způsobem.

Pro každý neuron, u něhož známe všechny vstupy, spoč́ıtáme aktivaci.
Pro neuron j:

aj =
∑
i∈j←

wijyi + Θ

Pro známou aktivaci spoč́ıtám výstup pomoćı dané aktivačńı funkce.

Nap̌ŕıklad pro logistickou funkci (s tou budeme dále pracovat):

yj = σ(aj) =
1

1 + e−γaj

Takto postupuji pro všechny neurony od vstupńı do výstupńı vrstvy.
Nakonec zjist́ım výstup všech m výstupńıch neuronů.
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Back Propagation učeńı (4)

Když zjist́ım výstup pro všechny vzory v trénovaćı množině, můžu
zjistit globálńı chybu (energii) śıtě.

Nejprve pro každý trénovaćı vzor:

Ek(w) =
1

2

m∑
j=1

(yj(w,xk)− dkj)2

Poté i pro celou śı̌t:

E(w) =

p∑
k=1

Ek(w)

Tuto chybu se snaž́ıme minimalizovat změnou vah v śıti.

Jednou z variant je gradientńı sestup.
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Back Propagation učeńı (5)

”Na horách se chci dostat do údoĺı. Pod́ıvám se, kterým směrem se
kopec nejv́ıc snižuje a udělám krok t́ım směrem. A zase se pod́ıvám,
kam je to nejv́ıc z kopce a udělám krok. A tak dále, až jednou zjist́ım,
že to dál nejde, čili jsem v údoĺı.”

Gradientńı sestup
I Směr nejvěťśıho vzestupu hodnoty funkce matematicky – gradient.
I Jde o prvńı parciálńı derivace podle všech dimenźı.
I Když půjdu p̌resně opačně, půjdu ve směru nejvěťśıho poklesu.
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Back Propagation učeńı (6)

Změnu váhy spojeńı mezi neuronem j a jeho vstupem (výstupem
jiného neuronu) i spoč́ıtám takto:

w
(t)
ij = w

(t)
ij + ∆w

(t)
ij

∆w
(t)
ij = −ε ∂E

∂wij
(w(t−1))

I kde ε je parametr určuj́ıćı rychlost učeńı.

D́ıky vlastnostem derivace spoč́ıtáme odděleně pro jednotlivé vstupy:

∂E

∂wij
=

p∑
k=1

∂Ek
∂wij
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Back Propagation učeńı (7)

Pokusme se gradient vyč́ıslit (pravidlo derivace složené fce):

∂Ek
∂wij

=
∂Ek
∂yj

∂yj
∂aj

∂aj
∂wij

Derivace aktivačńı funkce aj vniťrńıho potenciálu nezáviśı na pozici
neuronu v śıti:

∂aj
∂wij

=
∂(
∑

i∈j←wijyi + Θ)

∂wij
= yi

∂yj
∂aj

=
∂(1 + e−γaj )−1

∂aj
= −(1 + e−γaj )−2(−e−γaj )γ =

= γ
1

1 + e−γaj
e−γaj

1 + e−γaj
= γyj(1− yj)
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Back Propagation učeńı (8)

Výpočet posledńı parciálńı derivace je nejsnazš́ı ve výstupńı vrstvě:

∂Ek
∂yj

=
∂ 1
2(yj − dkj)2

∂yj
= yj − dkj

Můžeme zpětně dosadit do vztahu pro změnu vah výstupńıho neuronu:

∆w
(t)
ij = −ε(yj − dkj)γyj(1− yj)yi

Změnu váhy výstupńıho neuronu pro daný vzor xk lze odvodit z jeho
aktuálńıho výstupu yj , chyby yj − dkj a výstupu neuronu yi. Jde o
neuron, který je vstupem s právě upravovanou vahou.
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Back Propagation učeńı (9)

Ve skrytých vrstvách se uplatńı myšlenka zpětného š́ı̌reńı.

Výpočet změny chyby se změnou výstupu skrytého neuronu
p̌revedeme na výpočet změny chyby se změnou výstupu všech
neuronů, které maj́ı daný neuron jako vstup. Znovu uplatńıme
pravidlo derivace složené funkce:

∂Ek
∂yj

=
∑
r∈j→

∂Ek
∂yr

∂yr
∂ar

∂ar
∂yj

=
∑
r∈j→

∂Ek
∂yr

γyr(1− yr)wrj

Postupujeme směrem od výstupů, ∂Ek
∂yr

je už známo.

V daľśıch vrstvách analogická rekurze, nutná podḿınka acyklické śıtě.
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Back Propagation vylepšeńı trénovaćıho algoritmu

Všechna vylepšeńı smě̌ruj́ı k tomu, abych zvýšil pravděpodobnost
toho, že (rychleji) najdu globálńı minimum energetické funkce.

I Gradientńı sestup může skončit v lokálńım extrému.
I Tj. všechny body ve vzdálenosti 1 krok jsou výše, p̌ritom nejsem v

globálńım minimu.

Setrvačnost – p̌ri hledáńı směru kroku v čase t+ 1 zohledńım nejen
současný gradient, ale i směr a velikost minulého kroku.

Restart – nejde o vylepšeńı uč́ıćıho algoritmu v pravém smyslu slova,
ale pokud se sestup energetické funkce zastav́ı, zapamatuji si výsledek
a začnu znova.

Daľśı podrobnosti viz. nap̌ŕıklad skripta Miroslav Šnorek: Neuronové
śıtě a neuropoč́ıtače.
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Rozhodovaćı hranice v́ıcevrstvé śıtě

Už dvojvrstvá śı̌t (se skokovou aktivačńı fćı) odpov́ıdá konvexńım
rozhodovaćım hranićım.

Duda et al.: Pattern classification
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Funkce aproximovatelné v́ıcevrstvou śıt́ı

Dvojvrstvá śı̌t (a sigmoidy) aproximuje libovolnou spojitou funkci.

Nelineárńı rozhodovaćı hranice.

Duda et al.: Pattern classification
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Daľśı neuronové śıtě

Prezentované śıtě nejsou zdaleka jediné existuj́ıćı. Back propagation
je nejznáměǰśı, ale ne univerzálně nejlepš́ı, nejzaj́ımavěǰśı a nejlépe
funguj́ıćı.

Śıtě GMDH – p̌ri učeńı měńı nejen váhy, ale i svou strukturu. Nav́ıc
mohou použ́ıvat úplně jiné aktivačńı funkce.

Śı̌t s jiným typem neuronů (a v každé vrstvě jiné) – RBF śı̌t.

Śıtě s velkými počty neuronů, kde váha mezi neurony i a j neńı
určena zapamatovanou hodnotou, ale nějakou funkćı w(i, j) –
HyperNEAT (umožňuje tvǒrit śıtě s tiśıci neuronů).

Śıtě pro shlukováńı – SOM.

Deep learning.
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Použit́ı neuronových śıt́ı

Klasifikace

Regrese

Shlukováńı

Komprese dat

Filtrováńı

Ř́ızeńı
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Problémy / Nevýhody

Umělé neurnové śıtě (stejně jako cokoliv) nejsou všemocné. A na
některé problémy se nehod́ı nebo jsou zbytečně složité. Předt́ım než
začnete zkoušet NS, zkuste se zamyslet nad následuj́ıćımi otázkami:

I Dokáži jednoduše popsat řešeńı problému? Pokud ano, je mnohem
jednoduš̌śı držet se tradičńıho programováńı.

I Mám dostatečné množstv́ı ohodnocených dat v trénovaćı množině?
I Muśım źıskat absolutně p̌resné hodnoty na výstupu?
I Poťrebuji být schopen jednoduše vysvětlit funkci modelu?
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