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Klasifikátory

Jaké znáte klasifikačńı algoritmy?

I naivńı Bayes̊uv klasifikátor (NB),
I rozhodovaćı strom,
I k nejbližš́ıch sousedů (kNN).

Jak funguj́ı?

I NB poč́ıtá pravděpodobnost p̌rǐrazeńı do ťŕıdy za podḿınky dané
pozorováńım,

I rozhodovaćı strom generuje posloupnost rozhodnut́ı,
I kNN hledá nejbližśı instance z trénovaćı množiny.
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Rozhodovaćı hranice

Daľśı možný pohled je z hlediska rozhodovaćı hranice.

Rozhodovaćı hranice je ḿısto, kde instance p̌restávaj́ı paťrit do ťŕıdy
A a zač́ınaj́ı paťrit do ťŕıdy B.

Andrew Ng: Machine Learning. Open Classroom course.
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Rozhodovaćı hranice (2)

Jak bude vypadat nejjednoduš̌śı rozhodovaćı hranice, která data
oklasifikuje bez chyby?

Stač́ı p̌rece p̌ŕımka!

Nejjednoduš̌śı = s nejmenš́ım počtem parametr̊u.
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Lineárńı klasifikátor

Takovou p̌ŕımku uḿıme celkem jednoduše naj́ıt a vyrobit :).

Jak vypadá rovnice p̌ŕımky, resp. nadroviny pro věťśı dimenze?

Uvažujme d dimenzionálńı reálný vstupńı prostor x ∈ Rd.

Výstup nechť je binárńı y ∈ {+1,−1}.

d∑
j=1

wjxj = w · x = 0
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Lineárńı klasifikátor (2)

Jak odhadneme, do které ťŕıdy paťŕı vzor x?

I Prostým dosazeńım!
I Pokud w · x > 0 vzor paťŕı do ťŕıdy +1,
I pokud w · x < 0 vzor paťŕı do ťŕıdy −1.
I 0 je rozhodovaćı hranice, kde se nelze rozhodnout.
I Naštěst́ı se toto nestává často.
I Formálně lze zapsat

y′ = signum(w · x)

I kde signum je znaménkovou funkćı
F vraćı +1 pro kladná č́ısla, −1 pro záporná a 0 pro nulový vstup.
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Lineárńı klasifikátor (3)

Vid́ıte v rovnici w · x = 0 nějaký problém?

I Zkusme pro d = 2 dosadit do rovnice x1 = x2 = 0. Co vyjde?
I 0 bez ohledu na nastaveńı vah w1 a w2.
I Rozhodovaćı hranice vždy procháźı 0, resp. vektorem (0, 0, . . . , 0).
I Nep̌ŕıjemné omezeńı – hranićı pouze otáč́ıme kolem sťredu. Co s t́ım?

Můžeme rozš́ı̌rit rovnice rozhodovaćı hranice a klasifikátoru na

d∑
j=1

wjxj + Θ = 0, resp. y′ = signum(w · x + Θ)

I Θ je aditivńı konstanta a označuje se jako práh.
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Práh

Zbývá naj́ıt vektor koeficient̊u (vah) (w1, w2, . . . , wn) a práh Θ.

Představuje práh Θ anomálii, která poťrebuje speciálńı zacházeńı?

Tak napůl :). Nepoťrebuje, pokud trochu uprav́ıme vstupńı data.

Co kdyby všechny vzory měly jeden atribut (vstupńı proměnnou,
řekněme x0) se stejnou hodnotou?

Když pak budu poč́ıtat w0x0, vyjde mi vždy stejná hodnota . . . to je
p̌rece náš práh!

Ke každému vzoru p̌ridám ještě jednu dimenzi s konstantńı hodnotou
– pro jednoduchost 1.

Pak už se o práh nemuśım speciálně starat.
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Gradientńı sestup – krok stranou

Gradientńı sestup je iterativńı optimalizačńı metoda.
I Hledáme minimum funkce f(x).
I Tj. hledáme takové x, kde má funkce f(x) nejnižš́ı hodnotu.
I Mám nějaké x0 a znám hodnotu f(x0). Hledám v okoĺı x0, nejaké x1,

kde bude hodnota f(x1) nižš́ı. A to budu opakovat stále dokola, až to
dál nepůjde.

”Na horách se chci dostat do údoĺı. Pod́ıvám se, kterým směrem se
kopec nejv́ıc snižuje a udělám krok t́ım směrem. A zase se pod́ıvám,
kam je to nejv́ıc z kopce a udělám krok. A tak dále, až jednou zjist́ım,
že to dál nejde, čili jsem v údoĺı.”
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Gradientńı sestup – krok stranou (2)

V matematice existuje možnost, jak zjistit směr nejvěťśıho vzestupu
hodnoty funkce – gradient. Tou je prvńı parciálńı derivace podle
všech dimenźı. Když půjdu p̌resně opačně, půjdu ve směru nejvěťśıho
poklesu.

Gradient je vektor parciálńıch derivaćı podle jednotlivých proměnných:

grad(f(x1, x2, . . . , xn)) =
( ∂f
∂x1

,
∂f

∂x2
, . . . ,

∂f

∂xn

)
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Chybová funkce a gradientńı sestup

Jako u jiných klasifikačńıch metod hledáme nastaveńı klasifikátoru
(zde vah) takové, abychom správně označili co nejv́ıc vzor̊u.

Uvažujme nejprve chybovou funkci J(w, χ), která vraćı počet špatně
klasifikovaných vzor̊u x z množiny vzor̊u χ (nap̌ŕıklad z trénovaćı
množiny) p̌ri daných vahách w.

I Nehod́ı se – neuḿım spoč́ıtat parciálńı derivace (a ani gradient).

Zkusme jinou

E(w) =
∑

xe∈χerr

(−yew(t) · xe)

kde χerr jsou špatně klasifikované vzory z χ,

a ye je korektńı klasifikace instance xe.
I To už je spojitá funkce.
I E mohu minimalizovat změnou vah – pomoćı gradientńıho sestupu.
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Chybová funkce a gradientńı sestup

Parciálńı derivace chybové funkce E podle jedné proměnné:

∂E

∂w1
=
∂
∑

xe∈χerr(−yew1(t)x1e)

∂w1

Kde x1e je prvńı soǔradnice z xe a w1 je prvńı soǔradnice z w.

∂
∑

x1∈χerr(−yew1(t)x1e)

∂w1
= −

∑
xe∈χerr

yex1e

Chybu nejv́ıce sńıž́ım změnou váhy w1 o součet hodnot prvńıch
vstupńıch proměnných x1 pozitivńıch vzor̊u, na kterých jsem udělal
chybu (u negativńıch vzor̊u budu odeč́ıtat).

Analogicky i ostatńı vstupńı proměnné (včetně prahu).
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Učeńı lineárńıho klasifikátoru

Perceptronový algoritmus
I Založen p̌resně na této myšlence . . .

1 Inicializuj váhy na náhodné hodnoty.

2 Vezmi náhodný vstupńı vzor x. A spoč́ıtej hodnotu

y′(x) = sgn(
∑
j

wjxj = w · x)

3 Lǐśı-li se požadovaný výstup y od odhadu y′, oprav váhy w takto:
I e(xe) = signum(ye − y′e)
I w(t+ 1) = w(t) + ηe(xe)xe

I η je koeficient učeńı, který s postupem času může klesat k nule.

4 Pokud chceš, pokračuj bodem 2).
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Ilustrace učeńı percetronu

4 pozitivńı p̌ŕıklady, děĺıćı p̌ŕımka sťredem . . . ukázka konvergence.

Rojas: Neural Networks.
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Jednoznačnost výsledné p̌ŕımky

Jak poznám, že se perceptronový algoritmus zastavil?

Je výsledná p̌ŕımka jediná možná?

Ne, takových p̌ŕımek je dokonce nekonečně mnoho.

Přesto jsou některé lepš́ı něž jiné.

Kterou mám vybrat? A kterou nám vybere Perceptronový algoritmus?
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Lineárně separovatelné problémy

Lze pomoćı perceptronu bezchybně klasifikovat následuj́ıćı data?

Ne!

Tř́ıdám (dat̊um), které lze oddělit p̌ŕımkou, ř́ıkáme lineárně
separovatelná.
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Lineárně ne–separovatelné problémy

Lze pomoćı lineárńıho klasifikátoru vy̌rešit lineárně ne-separovatelné
problémy?

Ne. K tomu poťrebuji p̌ridat daľśı kvalitu.
1 Jednou z možnost́ı je zkombinovat lineárńı klasifikátory.

O tom bude p̌ŕı̌st́ı p̌rednáška.
2 Rozš́ı̌reńı báze.

ČVUT (FEL) Lineárńı klasifikace 25.11.2014 17 / 34



Rozš́ı̌reńı báze

Když data nejsou oddělitelná v původńım prostoru, zkusme jestli by
nebyla lineárně separovatelná ve v́ıce-dimenzionálńım prostoru.
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Transformace

Zase existuje mnoho transformaćı.

Přidej ke stávaj́ıćım dimenźım součiny originálńıch dimenźı.
I Jedna z těch jednoduš̌śıch metod.
I Pracuje s parametrem s – maximálńım stupněm součinu.

Př́ıklad pro s = 2 a původńı dimenze (x1, x2)
I źıskám 5D prostor dimenźı (x1, x2, χ1, χ2, χ3)
I χ1 = x21
I χ2 = x1 ∗ x2
I χ3 = x22
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Učeńı nelineárńıho klasifikátoru

Jak nauč́ım klasifikátor v novém prostoru?

D́ıky rozš́ı̌reńı báze nakládám s v́ıce-dimenzionálńım prostorem a
(ťreba) dokáži ťŕıdy lineárně separovat.

Postupuji úplně stejně jako v p̌redchoźım p̌ŕıpadě. Tj. použiji nap̌r.
perceptronový algoritmus.

Pokud se mi nepodǎŕı źıskat lineárńı separaci, mohu zkusit zvýšit
maximálńı stupeň součinu a zkusit separaci znovu.

Obecně plat́ı, že k odděleńı N bodů stač́ı prostor o N − 1 dimenźıch.
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Rozhodovaćı hranice

Jak pak bude vypadat projekce rozhodovaćı hranice zpět do
originálńıch dimenźı?

Podǎrilo se dosáhnout ”ohnut́ı” rozhodovaćı hranice.

Hranice bude ”poddajněǰśı” s rostoućım s.
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Rozhodovaćı hranice (2)

Můžu zvyšovat maximálńı stupeň součinu (parametr s) do
nekonečna? Nebo někde naraźım?

S vyš̌śım maximálńım stupněm s vyvstávaj́ı dva problémy:
1 Muśım nastavovat v́ıce vah,

perceptronový (nebo jakýkoliv jiný) algoritmus to nemuśı zvládnout,
váhy se nastav́ı špatně.

2 Zvyšuji pravděpodobnost, že se klasifikátor p̌reuč́ı,
tj. nauč́ı se šum a chyby v trénovaćıch datech,
nedokáže vlastnosti trénovaćıch dat zobecnit,
podobně jako nap̌ŕıklad 1-NN klasifikátor.
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Klasifikace do několika ťŕıd

Co když mám v́ıce než dvě ťŕıdy?

Mohu použ́ıt (ne-)lineárńı separaci? Př́ıpadně jak?

Budu rozhodovat o každé ťŕıdě samostatně.
I Pro problém s N ťŕıdami budu ḿıt N klasifikátor̊u.
I Každý bude ř́ıkat – ”Instance paťŕı resp. nepaťŕı do mé ťŕıdy”.

Při rozhodováńı o neznámé instanci x se zeptám všech N
klasifikátor̊u na jejich rozhodnut́ı:

1 x paťŕı právě do jedné ťŕıdy → OK.
2 x paťŕı do v́ıce ťŕıd → rozhodu nap̌r. podle hodnoty w · x (č́ım je věťśı,

t́ım je x dále od rozhodovaćı hranice).
3 analogicky, pokud x nepaťŕı do žádné ťŕıdy → hledám ťŕıdu, kam x

nepaťŕı nejméně :).
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Problémy lineárńıch klasifikátor̊u

Linearita

Pokud se dostatečně pohnu i jen v jedné proměnné, můžu źıskat
obrácený výsledek.

Hodnota w · x roste se vzdálenost́ı od rozhodovaćı hranice a nemá
žádnou interpretaci.

Lineárńı klasifikátory špatně snášej́ı chyběj́ıćı hodnoty.

Pokud provád́ım rozš́ı̌reńı báze, může trvat učeńı velmi dlouho.
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Linear Discriminant Analysis – motivace

LDA je statistický p̌ŕıstup k problému lineárńı separace.

Pamatujete si PCA?
I Principal Component Analysis – mluvili jsme o ńı u SOM.

LDA redukuje původńı prostor na p̌ŕımku (1 dimenzi)
I Dělá to tak, aby co nejv́ıce oddělila vzory r̊uzných ťŕıd.
I V jistém smyslu je to opak rozš́ı̌reńı báze.

ČVUT (FEL) Lineárńı klasifikace 25.11.2014 25 / 34



Linear Discriminant Analysis – motivace (2)

Gutierrez-Osuna: LDA, Pattern Analysis course.

Obraz vzoru v nové soǔradnici źıskám jako w · x, kde w jsou váhy.

V principu poč́ıtám to samé jako u lineárńıho klasifikátoru
I interpretace a postup jsou úplně jiné.
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Linear Discriminant Analysis – výpočet

Při poč́ıtáńı LDA se snaž́ım maximalizovat “separaci” mezi ťŕıdami.
Nejprve pro každou ťŕıdu muśım spoč́ıtat rozptyl v obraze (scatter):

I Projekce objektu do nové soǔradnice (= obrazu):

yi = xi ·w

I Výpočet centroidu ťŕıdy v púvodńım prostoru (pro pozitivńı ťŕıdu χ+):

µχ+ =
1

‖χ+‖
∑
∀xi∈χ+

xi

I Odhad sťredńı hodnoty v obraze (pro pozitivńı ťŕıdu χ+):

µ̃χ+ =
1

‖χ+‖
∑
∀xi∈χ+

yi =
1

‖χ+‖
∑
∀xi∈χ+

xi ·w = w · µχ+

I Odhad rozptylu v obraze (pro pozitivńı ťŕıdu χ+)

s̃2χ+ =
∑
∀xi∈χ+

(yi − µ̃χ+)2
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Linear Discriminant Analysis – výpočet (2)

Nyńı můžu spoč́ıtat ḿıru “separace” pro projekci danou vahami w:

J(w) =
‖µ̃χ+ − µ̃χ−‖2

s̃2
χ+ + s̃2

χ−

Hledáme tedy projekci, která co nejv́ıc seskuṕı vzory stejné ťŕıdy a
zároveň co nejv́ıc odděĺı vzory r̊uzných ťŕıd.

Gutierrez-Osuna: LDA, Pattern Analysis course.
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Linear Discriminant Analysis – řešeńı

Fisher̊uv lineárńı diskriminant (1936):

w∗ ∝ (Σχ+ + Σχ−)−1(µχ+ − µχ−)

I kde vycháźıme z kovariančńıch matic ťŕıd (pro pozitivńı ťŕıdu):

Σχ+ =
∑

xi∈χ+

(xi − µχ+)(xi − µχ+)T

LDA pro v́ıce ťŕıd
I LDA lze zobecnit tak, aby dokázala klasifikovat do v́ıce ťŕıd.
I Pak se nevytvá̌ŕı pouze jedna nová dimenze, ale ”počet ťŕıd”-1 nových

dimenźı a ḿırně se uprav́ı vzorečky :).
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Problémy LDA

Stejně jako všechno, má i LDA nějaké mouchy:
I LDA dimenze nemuśı stačit ke správném zǎrazeńı do ťŕıdy.
I LDA p̌redpokládá normálńı rozložeńı dat ve ťŕıdách. A selhává, pokud

tomu tak neńı (nap̌r. pokud ťŕıdy maj́ı komplexńı tvary).
I Roźıly mezi ťŕıdami jsou sṕı̌se v rozptylu hodnot než v rozd́ılu sťredńıch

hodnot.
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Logistická regrese

Mohu interpretovat vzdálenosti objekt̊u od rozhodovaćı hranice?
I Ideálně jako pravděpodobnost p̌ŕıslušnosti k dané ťŕıdě.

Existuje logistická funkce
I Definovaná jako f(z) = 1

1+e−z .
I Jej́ı hodnoty jsou omezené na interval 0 . . . 1.
I Nav́ıc kolem z = 0 (rozhodovaćı hranice) je jej́ı změna nejvěťśı.
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Logistická regrese (2)

Zkuśıme zavést pojem sance = p
1−p

Zlogaritmujeme ji a polož́ıme rovnou vzdálenosti k děĺıćı hranici
I T́ım nejprve źıskáme funkci logit(p) = log(sance(p)) = log( p

1−p )
I Následně logit(p) = β0 + β1x1 + β2x2 + . . .+ βkxk
I Kde β1, . . . , βk jsou regresńı koeficienty a β0 je posun.
I Přičteńı vzdálenosti teď odpov́ıdá násobeńı šance.

Zkusme zpětně dopoč́ıtat pravděpodobnost vzoru x:

p(x) =
1

1 + e−(β0+β1x1+β2x2+...+βkxk)

Pro dvě ťŕıdy stač́ı rozhodnut́ı dle testu p(x) > 0.5.
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Shrnut́ı

Tři lineárńı metody klasifikace
I Perceptron – diskriminativńı model, optimalizuje děĺıćı hranici.
I LDA – vhodná p̌ri splněńı silných p̌redpokladů, generativńı model.
I Logistická regrese – pravděpodobnostńı p̌ŕıstup.

Na začátku jsme nezḿınili použit́ı metody nejmenš́ıch čtverc̊u
I Klasický p̌ŕıstup v lineárńı regresi.
I Při klasifikaci pro každou ťŕıdu zavedeme jako závislou veličinu

indikátorový vektor ťŕıdy.
I Objekt zǎrazen do ťŕıdy, k jej́ıž nadrovině má nejvěťśı kladnou

vzdálenost.
I Je citlivá na odlehlé hodnoty.
I Při věťśım počtu ťŕıd některé z nich “odmaskovává”.
I Přednost má logistická regrese.
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Zdroje

Perceptron, čtěte nap̌r. Hagan et al.: Neural Network Design,
hagan.okstate.edu/4_Perceptron.pdf

LDA p̌revzata z
research.cs.tamu.edu/prism/lectures/pr/pr_l10.pdf

Logistic Regression tutorial http://www.omidrouhani.com/
research/logisticregression/html/logisticregression.htm

ČVUT (FEL) Lineárńı klasifikace 25.11.2014 34 / 34

hagan.okstate.edu/4_Perceptron.pdf
research.cs.tamu.edu/prism/lectures/pr/pr_l10.pdf
http://www.omidrouhani.com/research/logisticregression/html/logisticregression.htm
http://www.omidrouhani.com/research/logisticregression/html/logisticregression.htm

	Lineární klasifikátor
	Rozšírení báze

