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Učeńı s učitelem

Pravděpodobnostńı rozděleńı PXY na X × Y
I Předpokládáme, že Y je konečná množina

Data: D je multimnožina

D = {(x1, y1), (x2, y2), . . . (xm, y2)} (m ∈ N)

prvky vybrány náhodně a navzájem nezávisle z PXY

Vzor se bude použ́ıvat na tomtéž X, Y a PXY

Obvykle hledáme vzory aproximuj́ıćı (pro zadané x ∈ X)

podḿıněnou pravděpodobnost PY |X(y|x) = PXY (x, y)/PX(x)
nebo nejpravděpodobněǰśı hodnotu arg maxy∈Y PY |X(y|x)
tyto vzory nazýváme klasifikátory
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Klasifikace s jedńım p̌ŕıznakem

X Y
Vysoké Spláćı
p̌ŕıjmy úvěr

ano ano
ano ne
ne ano

ano ano
ne ne
ne ne
ne ano

ano ano
ano ano
ano ano
ne ne

Kontingenčńı tabulka
Y (spláćı úvěr)
ano ne

∑
X (vysoké ano 5 1 6

p̌ŕıjmy) ne 2 3 5∑
7 4 11

Nový žadatel o úvěr má vysoké p̌ŕıjmy.

Bude splácet úvěr?

S jakou pravděpodobnost́ı?
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Klasifikace dle aposteriorńı pravděpodobnosti

Klient má vysoké p̌ŕıjmy. Jak bude splácet úvěr?

Tedy z x = vysoké urči nejpravděpodobněǰśı hodnotu y (ťŕıdu).

Hledáme y′ vyhovuj́ıćı

y′ = arg max
y

PY |X(y|vysoké)

Řešeńı je y′ = spláćı

PY |X(y′|vysoké) ≈ 2/3

S pravděpodobnost́ı 1− PY |X(y′|vysoké) klasifikujeme chybně.

Klasifikaćı y′ = spláćı tedy minimalizujeme chybu.
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Ztrátová funkce

Každá chyba klasifikace je jinak drahá.

Nap̌r. p̌ŕılǐs optimististické hodnoceńı klienta stoj́ı v́ıc než p̌ŕılǐs
skeptické.

Klasifikace dle aposteriorńı pravděpodobnosti toto nerespektuje. Pro
zohledněńı odlǐsných ztrát pro r̊uzné chyby poťrebujeme pojem
ztrátové funkce.

Ztrátová funkce L(y, y′) zachycuje ztrátu pro každou kombinaci
I y - skutečná ťŕıda
I y′ - ťŕıda, do které klasifikujeme

Pro náš p̌ŕıklad L(y, y′) nap̌r.:

y↓ y’→ spláćı problémy nespláćı

spláćı 0 1 2
problémy 5 0 1
nespláćı 10 5 0
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Klasifikátor a Riziko

Hledáme klasifikátor, tj. funkci f : X → Y minimalizuj́ıćı sťredńı
hodnotu ztráty:

R(f) =
∑
x,y

L(y, f(x))PXY (x, y)

Sťredńı hodnotu ztráty pro f se nazývá riziko klasifikátoru f .

Řešeńım f∗ = arg minf R(f) je funkce

f∗(x) = arg min
y′

r(x, y′)

kde
r(x, y′) =

∑
y

L(y, y′)PY |X(y|x)

je riziko klasifikace y′ p̌ri p̌ŕıznaku x
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Klasifikace jako minimalizace rizika

Jak klasifikovat vysokop̌ŕıjmového klienta?

PY |X

x ↓ y → spláćı problémy nespláćı

vysoké 2/3 1/3 0/3
sťredńı 2/6 2/6 2/6
ńızké 0/2 1/2 1/2

L
y ↓ y′ → spláćı problémy nespláćı

spláćı 0 1 2
problémy 5 0 1
nespláćı 10 5 0

Klasifikace y′ = spláćı

skut. ťŕıda ztráta s pravděp.
spláćı 0 2/3

problémy 5 1/3
nespláćı 10 0

Riziko p̌ri této klasifikaci:

0 · 2/3 + 5 · 1/3 + 10 · 0 = 5/3
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Klasifikace jako minimalizace rizika

Jak klasifikovat vysokop̌ŕıjmového klienta?

PY |X

x ↓ y → spláćı problémy nespláćı

vysoké 2/3 1/3 0/3
sťredńı 2/6 2/6 2/6
ńızké 0/2 1/2 1/2

L
y ↓ y′ → spláćı problémy nespláćı

spláćı 0 1 2
problémy 5 0 1
nespláćı 10 5 0

Klasifikace y′ = problémy

skut. ťŕıda ztráta s pravděp.
spláćı 1 2/3

problémy 0 1/3
nespláćı 5 0

Riziko p̌ri této klasifikaci:

1 · 2/3 + 0 · 1/3 + 5 · 0 = 2/3

Filip Železný (ČVUT) Vytěžováńı dat: klasifikace 8 / 1



Klasifikace jako minimalizace rizika

Jak klasifikovat vysokop̌ŕıjmového klienta?

PY |X

x ↓ y → spláćı problémy nespláćı

vysoké 2/3 1/3 0/3
sťredńı 2/6 2/6 2/6
ńızké 0/2 1/2 1/2

L
y ↓ y′ → spláćı problémy nespláćı

spláćı 0 2 2
problémy 5 1 1
nespláćı 10 0 0

Klasifikace y′ = nespláćı

skut. ťŕıda ztráta s pravděp.
spláćı 2 2/3

problémy 1 1/3
nespláćı 0 0

Riziko p̌ri této klasifikaci:

2 · 2/3 + 1 · 1/3 + 0 · 0 = 4/3
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Klasifikace jako minimalizace rizika

Klasifikujeme do

y′ = arg min
y

r(vysoké, y) = problémy

Pozor, jiný výsledek než dle aposteriorńı pravděpodobnosti

y′ = arg max
y

PY |X(y|vysoké) = spláćı

Při jaké ztrátové funkci L(y, y′) by výsledky vyšly stejně?

y↓ y’→ spláćı problémy nespláćı

spláćı 0 1 1
problémy 1 0 1
nespláćı 1 1 0

Tzv. L01 ztrátová funkce. Je-li použita, je r(x, y′) pravděpodobnost,
že klasifikace instance s p̌ŕıznakem x do ťŕıdy y′ je chybná.
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Klasifikace s několika p̌ŕıznaky

Zat́ım jsme klasifikovali pouze dle jediného p̌ŕıznaku (x - výše p̌ŕıjmů)

O klientech toho v́ıme obvykle v́ıce.

Př́ıjmy (p) Rok narozeńı (n) Úvěr (y)

vysoké 1969 spláćı
ńızké 1974 nespláćı

sťredńı 1940 problémy
ńızké 1985 problémy
. . . . . . . . .

x ≡ (p, n)
Tř́ırozměrná kontingenčńı tabulka

I p vs. n vs. y

Filip Železný (ČVUT) Vytěžováńı dat: klasifikace 11 / 1



Klasifikace s několika p̌ŕıznaky

Na principech klasifikace se nic neměńı. Nap̌r. jak klasifikovat
ńızkop̌ŕıjmového klienta narozeného v r. 1985?

I Maximalizaćı aposteriorńı pravděpodobnosti

f(x) = y′ = arg max
y

PY |P,N (y|ńızké, 1974)

I Minimalizaćı rizika

f(x) = y′ = arg min
y

r((ńızké, 1974), y)

Z kontingenčńı tabulky

PY |P,N (y′|ńızké, 1974) ≈ počet klient̊u s y′ = y, p = ńızké, n = 1974

počet klient̊u s p = ńızké, n = 1974
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Proklet́ı rozměrnosti

PY |P,N (y′|ńızké, 1974) ≈ počet klient̊u s y′ = y, p = ńızké, n = 1974

počet klient̊u s p = ńızké, n = 1974

Č́ım v́ıce p̌ŕıznak̊u, t́ım věťśı nebezpeč́ı výsledku “0/0”!

Kolik dat poťrebujeme, aby odhady dob̌re konvergovaly k
pravděpodobnostem?

Kontingenčńı tabulka muśı být ‘dostatečně zaplněna’.

V p̌redchoźım p̌ŕıkladě (jediný p̌ŕıznak)

p↓ y→ spláćı problémy nespláćı
P

vysoké 2 1 0 3
sťredńı 2 2 2 6
ńızké 0 1 1 2P

4 4 3 11

v pr̊uměru 11/9 p̌ŕıpadů na kolonku tabulky.
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Proklet́ı rozměrnosti

Předpokládejme, že 11/9 je dostatečný poměr. Kolik p̌ŕıpadů (m)
poťrebujeme pro jeho zachováńı se dvěma p̌ŕıznaky p a n?

Přepodkládejme 100 možných rok̊u narozeńı. Kontingenčńı tabulka
má 100 · 3 · 3 = 900 kolonek.

m

900
=

11
9

tedy nyńı již poťrebujeme 11 · 900/9 = 1100 dat.

Po p̌ridáńı daľśıho p̌ŕıznaku, nap̌r. roku ukončeńı studia už
poťrebujeme 11 · 90000/9 = 110000 dat!

Obecně pro odhady z kontingenčńı tabulky (tzv. neparametrické
odhady) roste poťrebný počet dat exponenciálně s počtem p̌ŕıznak̊u.

I “Proklet́ı rozměrnosti”
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Podḿıněně nezávislé p̌ŕıznaky

Situace se zjednoduš́ı, jsou-li výše p̌ŕıjmů a rok narozeńı podḿıněně
nezávislé, tj. plat́ı

PP,N |Y (p, n|y) = PP |Y (p|y) · PN |Y (n|y)

pro každou z hodnot y ∈ {spláćı, problémy, nespláćı)
Využijeme tzv. Bayesova pravidla

PY |P,N (y|p, n) =
PP,N |Y (p, n|y)PY (y)

PP,N (p, n)
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Podḿıněně nezávislé p̌ŕıznaky

Z Bayesova pravidla plat́ı pro klasifikaci maximalizaćı aposteriorńı
pravděpodobnosti

arg max
y

PY |P,N (y|p, n) = arg max
y

PP,N |Y (p, n|y)PY (y)

Podobně pro klasifikaci minimalizaćı rizika

arg
′

min
y

∑
y

L(y, y′)PY |P,N (y|p, n)

= arg
′

min
y

∑
y

L(y, y′)PP,N |Y (p, n|y)PY (y)

Proč ‘zmizelo’ PP,N (p, n)? Nezáviśı na y!

K oběma typům klasifikace tedy poťrebujeme odhady dvou rozděleńı:
PP,N |Y a PY .
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Podḿıněně nezávislé p̌ŕıznaky

K oběma typům klasifikace tedy poťrebujeme odhady dvou rozděleńı:
PP,N |Y a PY .

PY odhadneme z jednorozměrné kontingenčńı tabulky

Z podḿıněné nezávislosti plyne PP,N |Y = PP |Y · PN |Y

PP |Y odhadneme z dvourozměrné tabulky 3× 3
PN |Y odhadneme z dvourozměrné tabulky 100× 3.

I Nejnáročněǰśı na počet dat, pro zachováńı poměru 11/9 vyžaduje cca
367 (<< 1100).

Obecně: p̌ri podḿıněně nezávislých p̌ŕıznaćıch neroste poťrebný počet
dat exponenciálně s počtem p̌ŕıznak̊u.

I Je určen p̌ŕıznakem s nejvěťśım oborem hodnot.

Př́ıznaky obvykle nejsou podḿıněně nezávislé!
I Je-li p̌resto použita tato metoda, mluv́ıme o naivńı Bayesovské

klasifikaci.
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Klasifikace dle nejbližš́ıho souseda

Metoda, která nevyžaduje odhad pravděpodobnost́ı.
Předpoklad: uḿıme spoč́ıtat podobnost dvou datových instanćı (jako
nap̌r. u shlukováńı)
Zde p, n ∈ N , u ∈ {spláćı, problémy, nespláćı}
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Klasifikace dle nejbližš́ıho souseda

Zde podobnost nap̌r. (p1 − p2)2 + (n1 − n2)2

Zǎrazujeme do ťŕıdy nejpodobněǰśı instance.

Náchylné k šumu v datech.
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Klasifikace dle k nejbližš́ıch sousedů

Zde podobnost nap̌r. (p1 − p2)2 + (n1 − n2)2

Zǎrazujeme do ťŕıdy p̌revládaj́ıćı mezi k nejpodobněǰśımi instancemi.

S rostoućım k klesá náchylnost k šumu. Nevýhody?
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Trénovaćı a skutečná chyba klasifikátoru

Trénovaćı chyba

Pod́ıl instanćı v datech chybně klasifikovaných klasifikátorem f
sestrojeným z těchto dat (tzv. trénovaćıch dat).

Skutečná chyba

Pravděpodobnost chybné klasifikace f p̌ri náhodném výběru
(x ∈ X, y ∈ Y ) dle PXY . Při použit́ı ztrátové funkce L01 rovna riziku
R(f).
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Jaké k je nejlepš́ı?

Experiment: generovaná data [Hastie et al.: Elements of Statistical Learning]

k = 1
Nulová trénovaćı

chyba, p̌resto
klasifikace odlǐsná od

optimálńı→

Dle maximálńı
aposteriorńı

pravděpodobnosti
(optimálńı)

k = 15
Malá náchylnost k

šumu, p̌resto
klasifikace odlǐsná od
←optimálńı
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Trénovaćı vs. skutečná chyba

Typický pr̊uběh chyb pro k = m (počet dat), m− 1, . . . 1
Trénovaćı chyba obecně neńı dobrým odhadem skutečné chyby!
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Klasifikace dle etalonů

Metoda nevyžaduj́ıćı p̌ŕıstup ke všem instanćım p̌ri klasifikaci.
Každá ťŕıda má etalon, tj. instanci s minimálńı pr̊uměrnou
vzdálenost́ı ke všem instanćım ťŕıdy.

I (vyb́ırána bud’to z trénovaćıch dat, nebo z celého oboru hodnot (p, n))

Etalony jsou jednoduchým nepravděpodobnostńım modelem dat.
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