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Vytěžováńı dat: základńı myšlenky

1, 2, 4, 8, ?
Co následuje?

16
Odpov́ıdá vzoru

x1 =1
xk =2xk−1 (k ≥ 2)

Vytěžováńı dat = hledáńı srozumitelných vzor̊u v datech
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Vzor vs. Data

Odvozováńı dat ze vzor̊u:

xk = 2xk−1 1, 2, 4, 8, . . .

Vytěžováńı dat

1, 2, 4, 8, . . . xk = 2xk−1

vzor ≈ p̌redpis ≈ model ≈ hypotéza ≈ teorie ≈ . . .
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Využit́ı vzor̊u

xk = 2xk−1

Predikce
(x5 = 16, x6 = 32, . . .)
Zlepšeńı rozhodováńı

Interpretace člověkem
(vzor vyjaďruje znalost)

Porozuměńı proces̊um
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Vytěžováńı dat (Data Mining)

”
Data Mining je netriviálńı proces identifikace pravdivých, dosud

neznámých, potenciálně využitelných a zcela srozumitelných vzor̊u
v datech” (Fayyad)

Použ́ıvá techniky obor̊u

statistika

strojové učeńı (umělá inteligence)

databázové technologie

vizualizace dat
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Reálné p̌ŕıklady vytěžováńı: Asociace v nákupńıch koš́ıćıch

pivo párky horčice pleny . . .

+ − − +
+ + + −
− + − −

(atd.)

pleny → pivo
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Reálné p̌ŕıklady vytěžováńı: Predikce karcinogenity

karcinogenńı kontrolńı

v karcinogenńıch
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Reálné p̌ŕıklady vytěžováńı: Rozpoznáváńı obrazu

6
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Struktura a parametry vzoru

Vzory jsou rozličných druhů
(rovnice, pravidla, grafy, ...).

Rozlǐsujeme jejich

diskrétńı strukturu

reálné parametry

struktura parametry

xk = axk−1 a

pleny → pivo
(žádné)

(žádné)

váhy synapśı W
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Parametrické vs. neparametrické metody

Parametrické metody:

Struktura je zadána p̌redem

Úkolem vytěžováńı je vyhledat hodnoty parametr̊u ~a ∈ Rn

maximalizuj́ıćı soulad s daty

Neparametrické metody:

Hledá se struktura i p̌ŕıpadné parametry

Struktura se hledá v nějaké p̌redepsané konečné množině struktur S

Zaujet́ı algoritmu

Č́ım menš́ı n resp. S, t́ım věťśı zaujet́ı vytěžovaćıho algoritmu. Věťśı
zaujet́ı = menš́ı flexibilita = menš́ı možnost adaptace na data.
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Zaujet́ı

y = a1x

y = a1x+ a2x
2 + a3x

3

p̌ŕılǐs slabé zaujet́ı, velká flexibilita
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Zaujet́ı

y = a1x

y = a1x+ a2x
2 + a3x

3

p̌ŕılǐs silné zaujet́ı, malá flexibilita
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Vytěžováńı dat: definice 1

Úloha nalezeńı množiny vzor̊u φ

{φ ∈ L | plat́ı q(D,φ)}

Prohledávaná množina,
tj. zaujet́ı algoritmu.
Obsahuje všechny
p̌ŕıpustné vzory.

Vstupńı data

Vyhodnocovaćı predikát.
Plat́ı, pokud φ je v sou-
ladu s D
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Vytěžováńı dat: definice 2

Úloha nalezeńı nejlepš́ıho vzoru φ∗

φ∗ = arg max
φ∈L

q(D,φ)

Prohledávaná množina,
tj. zaujet́ı algoritmu

Vstupńı data

Vyhodnocovaćı funkce. Mě̌ŕı kvalitu φ
vzhledem k D. Může zohlednit i vlastnosti
nezávislé na D, nap̌r. složitost vzoru.

Pro parametrické metody: hledáme optimálńı parametry pro zadanou
strukturu S. Zde tedy L = {(S,~a) | ~a ∈ Rn}
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Jak hledat vzory

Konkrétńı techniky: v daľśıch p̌rednáškách

Obecně:

Parametrické metody: optimálńı parametry lze někdy vyjáďrit a
spoč́ıtat analyticky, jindy prohledáváńı L (“pokus-omyl”)

Neparametrické metody: témě̌r vždy prohledáváńı
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Volba zaujet́ı

Konkrétńı techniky: v daľśıch p̌rednáškách

Obecně:

Voĺıme dle
I typu dat (grafy, vektory reálných č́ısel, ...)
I toho, co se chceme dozvědět
I dostupnosti algoritmů (r̊uzná zaujet́ı - r̊uzné algoritmy)

Č́ım v́ıce o datech p̌redem v́ıme, t́ım silněǰśı zaujet́ı můžeme stanovit

I Nap̌r. data lež́ı na p̌ŕımce ⇒ y = ax
, hledáme jen a

Occamova b̌ritva: “funguj́ı-li” dva vzory stejně dob̌re na datech,
preferujeme ten jednoduš̌śı
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Generativńı modely

x1 =1
xk =2xk−1 (k ≥ 2)

pleny → pivo

Generativńı (též globálńı) model

Vzor jednoznačně určuj́ıćı, jak
generovat data

Ostatńı (lokálńı) vzory funguj́ı
jako omezuj́ıćı podḿınky

Nejsou p̌redpisem pro
generováńı dat
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Data: statistické p̌redpoklady

Budou nalezené vzory platit i v budoućıch datech? Neplat́ı ve vytěžených
datech jen náhodou?

Je ťreba zavést statistické p̌redpoklady na data:

Uvažujeme množinu všech možných instanćı X
I obsahy nákupńıch koš́ık̊u, grafy molekul, řádky v relačńı tabulce, ...

Pravděpodobnostńı rozděleńı PX na X

Data: D je multimnožina

D = {x1, x2, . . . xm} (m ∈ N)

prvky vybrány náhodně a navzájem nezávisle z PX

Vzor se bude použ́ıvat na tomtéž X a PX .
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Data: statistické p̌redpoklady (pokr.)

Nalezené generativńı vzory pak aproximuj́ı PX , nap̌r.

PX(x) = N(µ, σ)

Jiné typy nalezených vzor̊u zachycuj́ı určité vlastnosti PX , nap̌r.

pivo → pleny

ř́ıká, že PX(x) je malá pro instance x v nichž implikace neplat́ı.

Takto definované úloze ř́ıkáme učeńı (vytěžováńı) bez učitele
(terminologie strojového učeńı)

Cvičeńı

Jak za právě definovaných statistických p̌redpokladů zformulovat úlohu
vytěžováńı z úvodu p̌rednášky (str. 2)?
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Učeńı s učitelem

Speciálńı, zvláště častá úloha vytěžováńı: naj́ıt vzor pro p̌redpov́ıdáńı ćılové
veličiny (ťŕıdy) instance ze zbylého popisu instance. Př́ıklad:

karcinogenńı kontrolńı

Vedle X uvažujeme ještě Y : množinu hodnot ćılové veličiny. Zde

X: struktury molekul (grafy)

Y = {karcinogenńı, kontrolńı}
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Učeńı s učitelem (pokr.)

Předpoklady na data:

Pravděpodobnostńı rozděleńı PXY na X × Y
Data: D je multimnožina

D = {(x1, y1), (x2, y2), . . . (xm, y2)} (m ∈ N)

prvky vybrány náhodně a navzájem nezávisle z PXY

Vzor se bude použ́ıvat na tomtéž X, Y a PXY

Obvykle hledáme vzory aproximuj́ıćı

podḿıněnou pravděpodobnost PY |X(y|x) = PXY (x, y)/PX(x)
nebo nejpravděpodobněǰśı hodnotu arg maxy∈Y PY |X(y|x)

pro zadané x ∈ X.
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Učeńı s učitelem: p̌ŕıklad

Nap̌r. nalezený vzor

v karcinogenńıch

interpretujeme jako

PY |X(y, x) =

{
1 je-li tato struktura v x

0 jinak

resp.

y =

{
karcinogenńı, je-li tato struktura v x

jinak kontrolńı
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Učeńı s učitelem (pokr.)

Proč “učeńı s učitelem”? Terminologie strojového učeńı.

“Učitel” poskytuje x i y prosťrednictv́ım dat D (trénovaćı data)

“Žák” (algoritmus) se uč́ı odvozovat y z x (trénovaćı fáze)

Potom učitel zadává pouze x a žák odhaduje y pomoćı naučených
vzor̊u
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Př́ıznakový popis

Věťsina známých vytěžovaćıch algoritmů uḿı pracovat pouze s daty v
p̌ŕıznakovém popisu. Předpokládaj́ı, že

X = X1 ×X2 × . . .×Xn (n ∈ N)

kde každé Xi je obor hodnot p̌ŕıznaku i, nap̌r.

Xi = R (reálná č́ısla)

Xi = {muž, žena} (kategorie)

tedy pouze “jednoduché” datové typy, ne struktury, grafy apod.

Některé algoritmy dále omezuj́ı p̌ŕıpustné typy p̌ŕıznak̊u, nap̌r. pouze
numerické, pouze kategorické (‘nominálńı’), pouze binárńı ...
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Př́ıznakový popis (pokr.)

Data D = {x1, x2, . . . xm} (m ∈ N), xi ∈ X (1 ≤ i ≤ m) jsou tedy
n-ticemi hodnot p̌ŕıznak̊u.

Př́ıklad:

x1:
x2:
x3:
x4:

věk pohlav́ı kǔrák rakovina
56 muž + +
32 žena − −
48 žena + +
60 muž + +

Př́ıznaková data tedy tvǒŕı matici odpov́ıdaj́ıćı jedné tabulce relačńı
databáze.

Jednotlivé instance jsou jej́ı řádky.
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Př́ıznakový popis (pokr.)

Co s daty, která nejsou v p̌ŕıznakovém popisu?

grafy

relačńı struktury

signály (nap̌r. zvuk)

obrazy

č́ıselné řady

texty

Použ́ıt specializovaných algoritmů

graph mining, text mining, induktivńı logické programováńı,
poč́ıtačové viděńı, ...

Převést na p̌ŕıznakovou reprezentaci

nelehký úkol, je ťreba zachovat podstatnou informaci.

(mimo rozsah tohoto kursu)
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Přehled p̌rednášek

1 Úvod

2 Odhad parametr̊u Gaussovské směsi, EM algoritmus

3 Grafické pravděpodobnost́ı modely

4 Shluková analýza

5 Samoorganizuj́ıćı se mapy

6 Časté množiny a asociačńı pravidla

7 Klasifikačńı úloha, klasifikace dle podobnosti a Bayesovská

8 Rozhodovaćı stromy a pravidla

9 Lineárńı a polynomiálńı klasifikace

10 Perceptron a neuronové śıtě s dop̌rednou strukturou

11 Testováńı model̊u

12 Kombinováńı model̊u a výběr p̌ŕıznak̊u

13 Rezerva (aplikace vytěžováńı dat)

Bez učitele S učitelem
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