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Konvexńı funkce



Konvexńı funkce

Definice: Necht’ X ⊆ Rn je konvexńı množina.

Funkce f : Rn → R je konvexńı na X , jestliže pro každá x, y ∈ X a α ∈ [0, 1] je

f ((1− α)x+ αy) ≤ (1− α)f (x) + αf (y).

Funkce f je konkávńı, jestliže −f je konvexńı.
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Ekvivalentńı podḿınka (Jensenova nerovnost):

Pro každé x1, . . . , xk ∈ X a α1, . . . , αk ≥ 0 kde α1 + · · ·+ αk = 1 plat́ı

f (α1x1 + · · ·+ αkxk) ≤ α1f (x1) + · · ·+ αk f (xk).
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Př́ıklady konvexńıch funkćı

� f (x) = eax pro a ∈ R

� f (x) = |x |a pro a ≥ 1

� f (x) = xTAx pro A pozitivně semidefinitńı

� f (x) = aTx+ b

� f (x) = max {x1, . . . , xn}
� libovolná norma
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Vztah konvexńı funkce a konvexńı množiny

� Epigraf funkce f : X → R je množina { (x, y) ∈ X × R | f (x) ≤ y }.
� Subkontura výšky y funkce f je množina { x ∈ X | f (x) ≤ y }.

Tvrzeńı

� Funkce je konvexńı, právě když jej́ı epigraf je konvexńı množina.

� Každá subkontura konvexńı funkce je konvexńı množina.
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Pozor: Jsou-li všechny subkontury funkce konvexńı množiny, funkce nemuśı být konvexńı.
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Př́ıklad: Epigraf a subkontury pro kužel druhého řádu v R2

� Epigraf eukleidovské normy v R2 je K 2
2 = { (x, y) ∈ R3 | ∥x∥2 ≤ y }

� Subkontury jsou kruhy
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Podḿınky na konvexitu pro diferencovatelné funkce

Věta (podḿınka prvńıho řádu)

Diferencovatelná funkce f : Rn → R je konvexńı, právě když pro všechna x, y ∈ Rn plat́ı

f (y) ≥ f (x) + f ′(x)(x− y).
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f (x) + f ′(x)(y − x)
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Důsledek: Je-li f konvexńı diferencovatelná a f ′(x) = 0, pak x je volné globálńı minimum funkce f .

Věta (podḿınka druhého řádu)

Dvakrát diferencovatelná funkce f : Rn → R je konvexńı,

právě když pro každé x ∈ Rn je Hessián f ′′(x) pozitivně semidefinitńı.
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Některé operace zachovávaj́ıćı konvexitu funkćı

Nezáporné lineárńı kombinace:

Jsou-li f1, . . . , fk konvexńı funkce a α1, . . . , αk ≥ 0, pak funkce α1f1 + · · ·+ αk fk je konvexńı.

Skládáńı:

� Jestliže f : R → R je konvexńı a g : R → R je konvexńı a neklesaj́ıćı, pak g ◦ f je konvexńı.

� Jestliže f : Rm → R je konvexńı, pak f (Ax+ b) je konvexńı.

Maximum: Necht’ fi : Rn → R jsou konvexńı funkce pro všechna i ∈ I . Pak

f (x) = max
i∈I

fi (x)

je konvexńı funkce (p̌redpokládáme, že pro každé x ∈ Rn maximum existuje).

Důkaz: Epigraf funkce f je pr̊unik epigraf̊u funkćı fi (neńı těžké dokázat).

Z toho plyne, že epigraf funkce f je konvexńı množina. Tedy f je konvexńı funkce.

Př́ıklady:

� f (x) = max{x1, . . . , xn}
� f (x) =

k
max
i=1

(aTi x+ bi )

� f (c) = max
x∈X

∥x− c∥ nebo f (c) = max
x∈X

cTx, kde X ⊆ Rn je uzav̌rená a omezená

Věta plat́ı i když maximum nahrad́ıme supremem.
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Konvexńı optimalizačńı úlohy



Konvexńı optimalizačńı úloha

min
x∈X

f (x)

kde X ⊆ Rn je konvexńı množina a f : Rn → R je konvexńı funkce na množině X .

Věta

Každé lokálńı minimum funkce f na množině X je globálńı.

Tvrzeńı: Optimalizačńı úloha ve standardńım tvaru

min f (x)

za podḿınek gi (x) ≤ 0 i = 1, . . . ,m

hi (x) = 0 i = 1, . . . , ℓ

x ∈ Rn

je konvexńı, jestliže funkce f , g1, . . . , gm jsou konvexńı a funkce h1, . . . , hℓ jsou afinńı.

Tato podḿınka je postačuj́ıćı ale ne nutná pro konvexitu úlohy. Nap̌r. množina

X = { (x , y) ∈ R2 | (x − y)2 = 0 }
je konvexńı, ale funkce h(x , y) = (x − y)2 neńı afinńı.
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Tř́ıdy konvexńıch optimalizačńıch úloh

min f (x)

za podḿınek gi (x) ≤ 0 i = 1, . . . ,m

hi (x) = 0 i = 1, . . . , ℓ

x ∈ Rn

� Lineárńı programováńı (LP): f , gi , hi afinńı

� Kvadratické programováńı (QP): f kvadratická konvexńı, gi , hi afinńı

� Kvadratické programováńı s kvadratickými omezeńımi (QCQP): f , gi kvadratické konvexńı, hi afinńı

� Programováńı na kuželu druhého řádu (SOCP):

f , h1, . . . , hℓ afinńı, každá funkce gi má tvar ∥Ax+ b∥2 − (cTx+ d)

� Semidefinitńı programováńı (SDP)

� Geometrické programováńı (GP): hi afinńı, každá z funkci f , gi má tvar
∑

k exp(a
T
k x+ bk)− c
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Kvadratické programováńı (QP)

Funkce f je kvadratická, funkce gi , hi jsou afinńı.

min xTAx+ bTx

za podm. Cx ≥ d

Ex = f

Úloha je konvexńı, když A je pozitivně semidefinitńı.

Př́ıklady:

� Chyb́ı-li podḿınky typu nerovnosti, podḿınka optimality je soustava lineárńıch rovnic (to známe!).

� Řešeńı p̌reurčené soustavy s omezeńımi typu lineárńıch rovnost́ı:

min{ ∥Ax− b∥22 | Cx = d, x ∈ Rn }
� Řešeńı p̌reurčené lineárńı soustavy s intervalovými omezeńımi (‘box constraints’):

min{ ∥Ax− b∥22 | ℓ ≤ x ≤ u, x ∈ Rn }
� Řešeńı soustavy lineárńıch nerovnic s nejmenš́ı normou:

min{ ∥x∥22 | Ax ≥ b, x ∈ Rn }
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Př́ıklad: Support Vector Machine (SVM)

2/‖a‖2

aTx− b = −1

aTx− b = 1

aTx− b = 0

Dány dvojice (x1, y1), . . . , (xm, ym), kde xi ∈ Rn a yi ∈ {−1,+1}.
Hledáme odděluj́ıćı nadrovinu: hledáme a ∈ Rn a b ∈ R tak, aby

yi (a
Txi − b) > 0 ∀i = 1, . . . ,m

Po vyděleńı (a, b) vhodným kladným č́ıslem je toto ekvivalentńı

yi (a
Txi − b) ≥ 1 ∀i = 1, . . . ,m

Úloha SVM hledá odděluj́ıćı nadrovinu maximalizuj́ıćı š́ı̌rku pásu, tj. minimalizuj́ıćı ∥a∥22 = aTa.
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Kvadratické programováńı s kvadratickými omezeńımi (QCQP)

Funkce f , gi jsou kvadratické, hi jsou afinńı.

min xTAx+ bTx

za podm. xTCix+ dTi x ≤ ei , i = 1, . . . ,m

Fx = g

Úloha je konvexńı, když matice A,C1, . . . ,Cm jsou positivně semidefinitńı.

Př́ıklad: Nejmenš́ı koule obsahuj́ıćı zadané body a1, . . . , am ∈ Rn:

min
x∈Rn

m
max
i=1

∥x− ai∥2
To je ekvivalentńı QCQP úloze

min y

za podm. ∥x− ai∥22 ≤ y
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Programováńı na kuželu druhého řádu (SOCP)

min gTx

za podm. ∥Aix+ bi∥2 ≤ cTi x+ di , i = 1, . . . ,m

Ex = f

SOCP podḿınky jdou napsat jako [
Ai

ci

]
x+

[
bi
di

]
∈ Kmi

2

kde Ai ∈ Rmi×n a

Kmi
2 = { (x, y) ∈ Rmi × R | ∥x∥2 ≤ y }

je epigraf eukleidovské normy ∥ · ∥2 (kužel druhého řádu, Lorentz̊uv kužel) na Rmi .

� Když Ai = 0 pro všechna i , SOCP se redukuje na LP.

� Když ci = 0 pro všechna i , SOCP se redukuje na QCQP.
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Př́ıklad: Geometrický medián (Fermat-Weber̊uv problém)

Pro zadané body a1, . . . , am ∈ Rn najděte minimum funkce

f (x) =
m∑
i=1

∥x− ai∥2

SOCP formulace:

min y1 + · · ·+ ym

za podḿınek ∥x− ai∥2 ≤ yi , i = 1, . . . ,m.

Speciálńı algoritmus (Weiszfeldův): rychleǰśı než obecný SOCP algoritmus.
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Varignon frame: mechanický poč́ıtač na hledáńı geometrického mediánu v rovině (tj. pro n = 2)
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Semidefinitńı programováńı (SDP)

Věta

Množina všech positivně semidefinitńıch matic pevného rozměru n × n je konvexńı kužel.

Důkaz: Pro každé x ∈ Rn a α, β ≥ 0 plat́ı xT (αA+ βB)x = αxTAx+ βxTBx ≥ 0.

Úloha SDP:

min ⟨C,X⟩
za podḿınek ⟨Ai ,X⟩ = bi , i = 1, . . . ,m

X ∈ Rn×n je positivně semidefinitńı

Tedy minimalizujeme lineárńı funkci p.s.d. matice za podḿınek lineárńıch rovnost́ı.

� Pro diagonálńı matice Ai ,C se SDP redukuje na LP.

� SOCP lze reprezentovat pomoćı SDP (neuvád́ıme).

� Souhrn:

LP ⊂ QP ⊂ QCQP ⊂ SOCP ⊂ SDP
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Conic Optimization

Dány konvexńı kužel K ⊆ Rn, matice A ∈ Rm×n, vektory b ∈ Rm a c ∈ Rn.

min cTx

za podḿınek Ax = b

x ∈ K

Speciálńı p̌ŕıpady:

� LP: K = Rn
+ je ‘nezáporný kužel’

� SOCP: K je kartézský součin Rk a kužel̊u druhého řádu

� SDP: K je semidefinitńı kužel (x je tedy čtvercová matice p̌rerovnaná do vektoru)
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Algoritmy vniťrńıho bodu (Interior Point Algorithms, IPM)

Chceme minimalizovat konvexńı funkci f : Rn → R na konvexńı množině X ⊆ Rn.

Pro množinu X zvoĺıme bariérovou funkci B(x) s těmito vlastnostmi:

� konvexńı a hladká na vniťrku množiny X

� konečná uvniťr X , směrem k hranici X se bĺıž́ı +∞

Pro postupně se zmenšuj́ıćı µ > 0 řeš́ıme posloupnost úloh

min
x∈Rn

f (x) + µB(x)

� úloha bez omezeńı, řeš́ıme (p̌ribližně) Newtonovou metodou, omezeńı x ∈ X je vynuceno ‘implicitně’

� pro µ → 0 je ekvivalentńı původńı úloze

Tento naivńı algoritmus má špatné numerické vlastnosti, praktické implementace jsou o mnoho složitěǰśı.

Př́ıklad: Pro lineárńı program

min{ cTx | Ax ≥ b, x ∈ Rn }
použijeme logaritmickou bariérovou funkci

B(x) = −
m∑
i=1

log(aTi x− bi )
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Grafická ilustrace pro lineárńı program

min −y

za podḿınek x ≥ 0

y ≥ 0

1− x − y ≥ 0

Vrstevnice účelové funkce

f (x , y) + µB(x , y) = −y + µ(− log x − log y − log(1− x − y))

pro zmenšuj́ıćı se µ:

µ = 1 µ = 1/2 µ = 1/4 µ = 1/8 µ = 1/16 µ = 1/32
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Př́ıklad: Interface solveru SEDUMI na řešeńı LP, SOCP, SDP

% X = SEDUMI(A,b,c,K) minimizes c’*x subject to A*x = b and x is restricted to

% a self-dual cone, defined by structure K. The fields of K can be

% K.f, K.l, K.q, K.s (Free, Linear, Quadratic, Semi-definite).

%

% (1) K.f is the number of FREE, i.e. UNRESTRICTED primal components.

% These are ALWAYS the first components in x.

%

% (2) K.l is the number of NONNEGATIVE components. E.g. if K.f=2, K.l=8

% then x(3:10) >=0.

%

% (3) K.q lists the dimensions of LORENTZ (quadratic, second-order cone)

% constraints. E.g. if K.l=10 and K.q = [3 7] then

% x(11) >= norm(x(12:13)),

% x(14) >= norm(x(15:20)).

% These components ALWAYS immediately follow the K.l nonnegative ones.

%

% (4) K.s lists the dimensions of POSITIVE SEMI-DEFINITE (PSD) constraints

% E.g. if K.l=10, K.q = [3 7] and K.s = [4 3], then

% mat( x(21:36),4 ) is PSD,

% mat( x(37:45),3 ) is PSD.

% These components are ALWAYS the last entries in x.
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Modelovaćı jazyky pro optimalizaci (p̌ŕıklady)

CVX:

� Pouze konvexńı úlohy (disciplined convex programming, DCP)

� Verze pro Matlab, Python, ...

� Př́ıklad: úloha

min{ ∥Ax− b∥ | x ∈ Rn, Cx = d, ∥x∥∞ ≤ 1 }
se v CVX (Matlab) modeluje takto:

cvx_begin

variable x(n);

minimize( norm(A*x-b) );

subject to

C*x == d;

norm(x,Inf) <= 1;

cvx_end

YALMIP:

� Konvexńı i nekonvexńı úlohy (mnohem v́ıc možnost́ı než CVX), ale (samožrejmě) jen lokálńı optima.

� V Matlabu
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Kniha o konvexńı optimalizaci vhodná pro inženýry

Zdarma ke stažeńı, spolu se slajdy atd.
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Co s nekonvexńımi úlohami?



Některé nekonvexńı úlohy jsou ‘snadné’ ...

Př́ıklad: Minimalizace (ne nutně p.s.d.) kvadratické formy na sfé̌re:

min xTAx

za podḿınky xTx = 1

Př́ıklad: QCQP s jediným omezeńım:

min f (x)

za podḿınky g(x) = 0 (p̌ŕıp. g(x) ≤ 0)

kde f , g : Rn → R jsou dané (ne nutně konvexńı) kvadratické funkce.

23 / 26



... ale věťsina ne

Př́ıklad: Minimalizace (ne nutně p.s.d.) kvadratické formy na hyperkrychli:

min xTAx

za podḿınky x ∈ [−1, 1]n

Pro A = −I má úloha 2n lokálńıch minim (vrcholy hyperkrychle).

Pro obecné A je úloha NP-těžká (důkaz neuvád́ıme).

Př́ıklad: Celoč́ıselné lineárńı programováńı

min cTx

za podḿınek Ax ≥ b

x ∈ {0, 1}n

Pozn.: Podḿınky xi ∈ {0, 1} lze napsat jako nekonvexńı kvadratické rovnosti xi (1− xi ) = 0.
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Konvexńı relaxace nekonvexńı úlohy

Je-li X ⊆ Y ⊆ Rn, pak

min{ cTx | x ∈ X }︸ ︷︷ ︸
původńı úloha

≥ min{ cTx | x ∈ Y }︸ ︷︷ ︸
relaxovaná úloha

Nahrad́ıme původńı (složitou, nekonvexńı) množinu X jej́ı (jednoduchou, konvexńı) nadmnožinou Y .

Viděli jsme ďŕıve pro 0-1 LP, kde

X = { x ∈ {0, 1}n| Ax ≥ b }
Y = { x ∈ [0, 1]n | Ax ≥ b }

Užitečnost:

� Poskytne dolńı mez na hodnotu globálńıho minima nerelaxované úlohy.

� Poud lze pro relaxované řešeńı (prvek Y ) levně naj́ıt ‘bĺızké’ nerelaxované řešeńı (prvek X ), dá nám

aproximaćı opt. řešeńı nerelaxované úlohy.
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Co s nekonvexńımi úlohami?

Obecně jsou dva p̌ŕıstupy:

� Globálńı optimalizace: nalezeńı globálńıho optima, obecně (worst-case) v exponenciálńım čase

� hierarchie stále těsněǰśıch konvexńıch relaxaćı (Sherali-Adams hierarchy pro 0-1 LP)

� metoda sečných nadrovin (cutting-plane method)

� metoda větv́ı a meźı (branch-and-bound)

� Nalezeńı p̌ribližného optima (tzv. sub-optima) v krátkém čase.

Heuristiky (každá použitelná jen na určitý typ úloh):

� Lokálńı optimalizace: najde lokálńı (v nějakém smyslu) optimum

(gradientńı sestup, optimalizace po bloćıch soǔradnic, majorize-minimize methods, ...)

� konv. relaxace + projekce na původńı p̌ŕıpustnou množinu

� p̌ŕırodou inspirované heuristiky (evolučńı/genetické algoritmy, simulované ž́ıháńı, kolonie mravenc̊u, ...)

� continuation/homotopy methods

� stochastické metody
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