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Formulace problému

Uloha: M&me historickd data o pocasi mezi lety 2000 a 2015. Tato data obsahuji primérné teploty za
jednotlivé dny a jednotlivé oblasti. Jsou uloZzeny v mistech, kde se tato data sbiraji. Chceme najit nejvyssi
teplotu v kazdém roce z dat pres celou zemékouli.

e  Problém kritické cesty: Zpozdéni stroje pfi feSeni pod-ulohy by nemélo zpozdit nasledujici milnik nebo celou ulohu.

e Spolehlivost jednotlivych ¢asti systému: Co kdyby vypadla nékterda komponenta systému

e Rovnomérné rozdéleni ulohy: Jak rozdélit Ulohu na mensi bloky tak, aby komplexita a ¢asova naro¢nost byla
odpovidajici vykonnosti stroje => zadna samostatny stroj by nemél byt pretizen nebo nevyuzivan.

e Jedna podcast ulohy se nespocitd: Pokud néktery ze stroju nespocitd vystup, tak nebudeme schopni vypoditat findIni
vysledek. Musi existovat mechanismus, ktery je schopny sestavit feseni i v této situaci.

e Agregace vysledku: Mél by existovat mechanismus pro agregaci vysledku, ktery generuje kazdy stroj do finalniho
vystupu.

=> MapReduce framework resi tyto vyzvy
=> Nutnou podminkou je reSitelnost Ulohy principem Rozdél a panuj
=> Relaxuji resSeni tak, ze se spokojim i se suboptimalnim vysledkem



MapReduce framework

MapReduce je programovaci framework, ktery umoznuje resit ulohy, ve kterych se paralelné pocitaji ulohy
nad obrovskym mnozstvim dat, kterd se nachdazeji v riznych lokalitdch. Pro fesitele je fyzické ulozeni dat,
jejich distribuovanost, stejné jako distribuovanost vypocetniho vykonu plné transparentni.

Funguje v nasledujici sekvenci:

1. Input - nacteni a preprocessing dat

2.  Map - pfemapovani vstupnich dat do key-value par( _

3. Shuffle - kombinovani (pfesklddani) mezivystupl pro reduce fazi MapReduce is not a feature, but
4. Reduce - redukce " agregace dat do mensich key-value pard rather a constraint.

5.

Output - postprocessing a zapis dat

— Reduce() B

Reduce() '




MapReduce framework

Lokalné prednactena data

Data z mapovaci faze

Kombinacni proces presouva
data mezi mapovacim a
reduk¢nim procesem

Reduk¢ni proces generuje
vystuni data, ktera se lokalné
ukladaji
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Vyhody MapReduce

Paralelni zpracovani - uUloha je rozdélena na zakladé principu Rozdél a panuj a je feSena
paralelné

Lokalni zpracovani - misto toho, abychom data presouvali do centra, kde probiha proces
zpracovani, tak presouvame proces zpracovani tam, kde jsou data

Slave A L Slave A
Data- x> 2 ¥

Slave B Slave E Slave B Slave E

Master

Slave C Slave D Slave D




Map reduce framework - mapovaci faze

Mapovaci faze (probiha na zdrojovych/lokalnich strojich):
1. record reader - parsuje vstupni data do jednotlivych zdznam( (records). Nej¢astéji do formy <key,
value>, kde key kontextova data a value je vlastni obsah zaznamu. Pozn. KIiC je pozdéeji pouzit pro
grupovani, value je zpracovavana reducerem

2.  map - mapuje <key, value> pary na jiné <key, value> pary.

3. combiner - je optional a jednd se o lokdlné béZici reducer, ktery je ale proveden v map fazi (divod je
performance)

4. partitioner - vezme <key, value> pary a rozdéli je do skupin, kde kazda skupina je urcena pro jeden
reducer



Map reduce framework - reduce faze

Reduce faze (probiha na cilovych strojich):
e shuffle and sort - tato faze probihd automaticky na pozadi a programétor ji nemuaze ovlivnit.
Posbira si pfipravené skupiny a prenese je na stroje, kde bézi pro né urcené reducery.

e reducer - provadi reduk¢ni operaci nad pfipravenymi daty.

e output format - néco jako collector, ktery posbira data z reduceru, zformatuje a zapise n vystup
(napt. file)



MapReduce framework - priklad

Mame velké mnoZstvi soubord uloZenych na rdznych strojich v rlznych lokalitdch. Pro
zjednoduseni uvazujme jeden soubor example.txt, ktery ma nasledujici obsah: Dear, Bear,

River, Car, Car, River, Deer, Car, Bear
Cilem je spocitat vyskyty jednotlivych slov a ty zapsat na vystup
The Overall MapReduce Word Count Process

Splitting Mapping Shuffling Reducing Final Result
List(K2, V2) K2, List(V2)

Input

K1, V1

List(K3, V3)

Deer Bear River
Car Car River Car Car River

=S
o




MapReduce framework - priklad

1.

Nejprve rozdélime vstup na tfi kusy (mdze odpovidat i tomu, Zze mdme soubory v rlznych
lokalitdch). Toto déleni rozklada praci na vice stroja.

Poté kazdy kus projdeme a prepiSeme do mapy key-value pard, kde kli¢ je slovo a value je
hodnota 1 (vyskyt)

Dale se data preskladaji tak, aby kazdy reducer zpracovaval stejné slovo... a poslou do reduceru.

Po fazi mapovani a michani bude mit kazdy reducer jedinecny klic a seznam hodnot
odpovidajicich tomuto klici. Napriklad Bear, [1,1]; Auto, [1,1,1], atd.

Kazdy reducer nyni pocitd hodnoty, které jsou v tomto seznamu hodnot pritomny. Reducer
dostane seznam hodnot, které jsou pro kli¢ Bear [1,1]. Poté pocita pocet téch v samotném
seznamu a dava konecny vystup jako - Bear, 2.

Na zaver jsou vSechny vystupni pary key-value posbirany a zapsany do vystupniho souboru.



MapReduce framework - priklad

Q: Co je proboha static class? A: Vnofené tfidy se pouzivaji, pro lepsi organizaci kédu. Static mliZze byt pouze vnofena tfida. Takova tfida nema pfistup k
instan¢nim proménnym obalujici classy.

OuterClass.NestedStaticClass printer = new OuterClass.NestedStaticClass();
... Versus pro non static inner class

OuterClass outer = new OuterClass();

OuterClass.InnerClass inner = outer.new InnerClass();




MapReduce framework - priklad

PFi konfiguraci MapReduce jobu se nastavi tfidy, které zpracovavaji jednotlivé faze MapReduce.




CAP Theorem

Tvrdi, ze pro distribuované datové ulozisté neni mozné poskytovat vice jak dvé zaruky z téchto tfi:

e konzistence (Consistency): kazdé Cteni vrati bud’ vysledek posledniho zapisu, nebo chybu
e dostupnost (Availability): na kazdy dotaz pfijde (nechybova) odpoved
e odolnost k preruseni (Partition tolerance): systém funguje dal i v pfipadé, ze dojde ke zdrzeni

v v s

Ci ztrateé ¢asti zprav v radmci sité

Availability

Each client can always
read and write

Total Redundancy

A

Pick Two
Consistency Partition Tolerance
All clients always have the Systgm works well dqsp'ﬁe
same view of the data physical network partitions

ACID, Transactions Infinite Scale Out



CAP Teorém

A - Availability

P - Partition Tolerance

C - Consistency
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Vyhody MapReduce

Mapreduce stoji na CAP theorému: pro distribuovany systém neni mozné poskytovat vice jak dve zaruky z téchto tfi:
e  Consistency - vSechny klientské programy, které komunikuiji s distribuovanym systémem dostavaji stejna data
e Availability - data Ize ziskat z distribuovaného systému i v pfipadé, Ze doslo k vypadku nékolika nodt

e Partition tolerance - distribuovany systém funguje i kdyz nelze komunikovat mezi nékterymi nody



Sumarizacni patterny - agregator

Cil: Zgrupovani zdznam( dohromady podle klicového atributu a spocitdni agregacni funkce nad takto
zgrupovanymi zaznamy. Pokud 6 je obecna agregacni funkce, tak ji aplikujeme na seznam hodnot (v1, v2, v3,
..., vn) abychom ziskali A, kde A = B(v1, v2, V3, ..., vn). Priklady agregaéni funkce 8 jsou minimum, maximum, primér,
median, standardni odchylka a dalsi.

Motivace: VétSina dat se kterymi se Clovék potkava je pfilis jemna a v pfilisSném mnozstvi, aby z nich mohl ¢loveék vypozorovat

néco zajimavého.

Webova stranka loguje aktivity uzivatele (login, uzivatelské dotazy, dalSi akce), vysledkem ¢ehoZ jsou terabyty dat v log
souborech.

=  Zgrupovani aktivit podle hodiny a poctu zdznam( ndm umozni vytvorit histogram ze kterého vidime, kdy je nase webové

stranka aktivni
=  Zgrupovani reklam podle typu ve spojeni s aktivitou ndm pomUze urcit jak efektivni jsou nase reklamni bannery

Snazime se 0 néco podobného jako je SQL:
SELECT MIN(numericalcol1), MAX(numericalcol1), COUNT(*) FROM table GROUP BY groupcol2;



Sumarizacni patterny — agregator

(key, summary field)
(key, summary field) 2
Mapper »| Partitioner
(group B, summary)
Reducer p—>
(key, summary field) (group D, summary)
key, summary field)
Mapper [y Summany Beld) ) ptitioner
(group B, summary)
Reducer p—»
(key, summary field) (group D, summary)
(key, summary field)
Mapper »| Partitioner

Mapovaci faze: klice obsahuji hodnoty atributli podle kterych chceme grupovat a ¢islo, které budeme agregovat
Kombinacni faze: Sloucime zdznamy, které maji stejné klice a ty posSleme do redukce
Redukc¢ni faze: Reducer dostane skupinu a k ni seznam Cisel které agreguje



Sumarizacni patterny — agregator

Map Output / Combiner Input

Input Key Input Value Combiner executes over Group 1and 2.

Does not execute over last two rows,  Napr. explicitné excluded klice

- d )
nebo technicky uzivatel
([ 12345 10 10 1 ) Y
Group 1 12345 8 8 1
[ 12345 21 21 1 D
c 2’_ 54321 1 1 1 )
roup
_ 54321 47 47 1 _J
99999 7 7 1
99999 12 12 1

Combiner Output/ Reducer Input

OutputKey  OutputValue

21

12345 8 3
54321 1 47 2
99999 7 7 1
99999 12 12 1




Inverzni index

Cil: Vytvorit index k datlim, abychom mohli provddét rychlejsi hledani.

Motivace: Chceme vyhledavat ve webovych strankach pomoci klicovych slov. Prochazet vSechny stranky po
zadani klicového slova je nepouzitelné, protoze trva extrémné dlouho.
= Projdeme vSechny webové stranky dopredu a vytvofime si mapu klicové slovo — seznam webovych
stranek ve kterych se klicové slovo vyskytuje. Konstrukce indexu sice trva dlouho a zabira misto, ale po
jeho vytvoreni Ize kazdy dotaz provést extrémné rychle pouze lookupem z mapy.



Sumarizacni patterny — inverzni index

Mapper

(keyword, unique ID)
(keyword, unique ID)

Mapper

(keyword, unique ID)
(keyword, unique ID)

»| Partitioner

»| Partitioner

Mapper

(keyword, unique ID)

Reducer

keyword, unique ID
(key q )>

Partitioner

Reducer

(keyword A, list of IDs)

' (keyword D, list of IDs)

(keyword B, list of IDs)

. (keyword C, list of IDs)




Filtracni patterny — filtr

Cil: Profiltrovat data tak, abychom dostali ta, ktera jsou pro nds zajimava a naopak se zahodila ta, kterd jsou
nezajimava. Jedné se vlastné o hromadnou aplikaci funkce f, kterd na zdznam vraci true nebo false podle
toho, zda je por nas zaznam zajimavy

Motivace: Prohledavame zaznamy o planovanych eventech a zajimaji nas pouze takové, které maji neco
spolecného s BigData. Slovo BigData je bud pfimo v textu a nebo je event pfimo otagovan jako "BigData”.
Po vybrani pouze podmnoziny dat, ktera nas zajima pokracujeme s analyzou pouze v této, vyrazné mensi
mnoziné.

Snazime se o néco podobného jako je SQL:
SELECT * FROM table WHERE value <3;



Filtracni patterny — filtr

Input
Split

Input
Split

I

Input
Split

Input
Split

!

Filter
Mapper

Filter
Mapper

Output
Split

Output
Split

Filter
Mapper

Filter
Mapper

Output
Split

Output
Split

EIREETRE

Priklady:

Distribuovany grep

Tracking vlakna udalosti — prochazime vsechny logy
na nase serveru a vybirdme zaznamy, kde je uzivatel
Bobby Green

Predcisténi dat — prochazime zdznamy a na vystup
postupujeme pouze ty, které maji kompletni data
Vybirdme ndhodné vzorky dat z distribuovanych
Ulozist, abychom mohli provést prvotni analyzu
—chceme méné dat, ale rovnomérné zastoupeni

Mapovaci faze: pokud nas zdznam zajima, tak ho posilame dale na vystup, jinak ho zahazujeme
Kombinac¢ni a reduk¢ni faze: neni



FiltraCni patterny — bloom filtr

Cil: Profiltrovat data tak, abychom dostali ta, ve kterych jsou zastupci z predem definované mnoziny.
Ostatni se zahazuiji.

Motivace: Chceme vybrat pouze zaznamy které se tykaji pfedem definované skupiny uzivatel(l. Re$ime
to tak, ze "natrénujeme” Bloom filtr na nami definované uzivatele a nahrajeme ho do distribuované

cache, kterd je dostupnd z mapper jobd.
Nebo chceme realizovat systém, ktery bude kontrolovat chat, aby se v ném nevyskytovala vulgarni

slova



FiltraCni patterny — bloom filtr

Mapovaci faze: Z distribuované cache se
nahraje Bloom filter - v jednoduchém pfipadé
napf. seznam slova a aplikace tohoto filtru na
data

Kombinacni a reduk¢ni faze: neni

Step 1 - Filter Training

Bloom Output
Ig pllijtt Filter l;"iu
P Training

Input Output AN
Split File
Discarded
Input Output AN
Split File
Discarded
Input Output N
Split File
Discarded

Load Filter from
Distributed Cache



Filtracni patterny — top ten

Cil: Ziskat relativné malou skupinu K nejlepsich zdznam( podle né&jaké "ranking” funkce z velkého
mnozstvi dat.

Motivace: Pri statistické analyze dat chceme najit okrajové hodnoty (outliers) protoze ty se néjakym
zpUsobem odlisSuji od standardu a jsou pro nas dllezité. Jestlize Ize definovat ranking funkci, kterd je
schopna porovnat dva zaznamy, tak Ize takto nalézt usporadani, které funguje i pres veskeré zaznamy.
Tento pattern se nesnazi setfidit vSechny zaznamy pres vSechna data, coz je vypocetné extrémné
narocné, ale vybrat mensi mnozstvi dobfe hodnocenych zdznamdu.

Snazime se 0 néco podobného jako je SQL:
SELECT * FROM table ORDER BY col4 DESC LIMIT 10;



Filtracni patterny — top ten

Mapovaci faze: vybird top ten lokalni
zaznamy

Kombinaéni faze: neni

Redukéni faze: Reducer setfidi zaznamy a
vybere finalni top ten skupinu

Priklady:
e  Analyza okrajovych hodnot (outliers)
e \ybér zajimavych dat podle value scoring
funkce
e Top ten produkty

Top Ten
Reducer

D
Iggllljtt > 1{/?;);)];3 local top 10
D
IS[E)Il:tt —) ,{/(‘);)pT:enr local top 10
D
Iggltljtt — ’L(‘);p{f; local top 10
D
Iggllljtt —) ,{/?;preenr local top 10
D
IS[E)IT’: — m,pr; local top 10
D
Iggllljtt — mpr; local top 10

final top 10
—>

Top 10
Output



Filtracni patterny — distinct
Projde vstupni data, ale profiltruje je tak, aby vystupem byly pouze unikatni zaznamy

Priklady:
e Deduplikace
e  Zajimaji nas typy zdznamd, ale ne jejich pocty

s

Reseni:
e Map => pfemapujeme data do struktury, kde kli¢ jsou naSe datové zaznamy, které
chceme mit unikatni a value je null
Reduce => redukce spoji zaznamy se stejnym klicem do jednoho paru <key, null>
e Output formatter zapiSe na vystup pouze klice



Join patterny — struktura do hierarchie

Cil: Propojeni zdznamU mezi sebou podle né&jakého klice

Motivace: Chceme zmigrovat data z relacni databaze do dokumentoveé orientovaného ulozisté. Mame

webové stranky s blogy na rizné tématické okruhy. V rdmci téchto blogll se zadavaji pfispévky a k nim
vznikaji revize. Data jsou ulozena v relacni databazi.

=V pfipadé pfichodu na stranku se jeji obsah posklada z rliznych databdzovych tabulek, coz je ndroc¢né
=V rdmci analyzy dat chceme korelovat délku pfispévku s délkou komentara (komplikovand join operace a

pak extrakce dat) — jestlize bychom méli data grupovana podle prispévku tak, Zze jsou u nich komentére a
revize, tak je analyza jednodussi.

Posts

Post
Comment
Comment

Post
Comment
Comment
Comment



Organizacni patterny — struktura do hierarchie

Mapovaci faze: vystupni kli¢ odpovida tomu jak
chceme identifikovat kofen nasi hierarchické
struktury (napf. postld, parentld=postld). Typ dat
Ize identifikovat napf. tim, Ze vlastnim datim

dame prefix (P pro Post, C pro Comment)
Kombinacni faze: nema zde pfilis vyznam

Redukéni faze: Reducer prebird kolekci zdznamd,

které maji stejny klic (tedy kolekci posts a

comments se stejnym postld”). Pfi iteraci pak
prebali data do cilového formatu - napf. obali xml

tagy.

Priklady:

Transformace dat pro MongoDB
(dokumentové orientovana databaze)
Propojeni dat pres kli¢

r

P o o o = = = —————— -

——————— -

Data Set A

|
1
Input :
npu ! >
Split

Data Set
A
Mapper

(post ID, post data)

|

I

|

D |
Input !

split. [P

Data Set
A
Mapper

Data Set
A
Mapper

Data Set
B
Mapper

Shuffle
and Sort

(parent ID, child data)

Data Set
B
Mapper

Heirarchy
Reducer

Heirarchy
Reducer

Output
Part

Output
Part



Organizacni patterny — struktura do hierarchie




Organizacni patterny — struktura do hierarchie




Organizacni patterny — struktura do hierarchie




Organizacni patterny — struktura do hierarchie

private String nestElements(String post, List<String> comments) {

}

DocumentBuilder bldr = dbf.newDocumentBuilder();

Document doc = bldr.newDocument();

Element postEl = getXmlElementFromString(post);

Element toAddPostEl = doc.createElement("post");

copyAttributesToElement (postEl.getAttributes(), toAddPostEl);

for (String commentXml : comments) {
Element commentEl = getXmlElementFromString(commentXml);
Element toAddCommentEl = doc.createElement("comments™);
copyAttributesToElement (commentEl.getAttributes(), toAddCommentEl);
toAddPostEl. appendChild(toAddCommentEl);

}

doc.appendChild(toAddPostEl);

return transformDocumentToString(doc);

private Element getXmlElementFromString(String xml) {

}

DocumentBuilder bldr = dbf.newDocumentBuilder();
return bldr.parse(new InputSource(new StringReader(xml))).getDocumentElement();

private void copyAttributesToElement(NamedNodeMap attributes, Element element) {

}

private String transformDocumentToString(Document doc) {



Organizacni patterny — struktura do hierarchie
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Join patterny — kartézsky soucin

Cil: Propojeni zaznamU mezi sebou podle néjakého klice

Motivace: Potfebujeme udélat parovou analyzu pres vsechny zdznamy. Tedy napf. Potfebujeme spocitat vzajemnou korelaci

pro véechny mozné dvojice zaznamu " DataSeth Data Set B
Ty its 3 Splits
Reseni: /\ D
Ma&m mnozin vé zdznam 0)AaB Input Input 3| 8 Identity Output
ao ) 9 y (dato ‘e aznamy typu) A a Split A-1 Split B-1 d - Mapper R Filpe
s ruznymi hodnotami:
A={12} D
_ Input Input | 58 Identity Ly | Output
B={1,2,3} Split A-1 Split B-2 d ;32 Mapper Fu‘é
A chci prov9 \ D\
Input Input N Identity b | Output
Split A-1 SplitB-3 " EE Mapper Filpe

/

R T e

I - RN
Input ! Input N| 52 Identity ) | Output
SplitA-2 |1 j seitst [ 1 23 Mapper File
- BN
Input Input 3| € Identity Output
Split A-2 Split B-2 > €8 Mapper [—P| "Fil
\ - _B
Input Input N Identity ) | Output
Split A-2 SplitB-3 g Mapper F"pe




Appendix (pro zajimavost)



NoSQL vs SQL databaze

NoSQL

o Y i

Gaming Social

£® [ B
loT '

Web Mobile Enterprise

@[]

Key/value store

Document

Column family store
database

SQL

@ F

Mobile Enterprise

Relational table storage

B @

Data mart

1

Relationships use joins

NoSQL

SQL

Model Non-relational Relational
Stpres data in JSON documents, key/value pairs, Stores data in a table
wide column stores, or graphs
Data Offers flexibility as not every record needs to Great for solutions where every record has the
store the same properties same properties
. Adding a new property may require altering
New properties can be added on the fly schiconas ot e Mg dits
Relationships are often captured by Relationships are often captured in normalized
denormalizing data and presenting all data for model using joins to resolve references across
an object in a single record tables
Good for semi-structured, complex, or nested i anicinssliiiie
data
Schema Dynamic or flexible schemas Strict schema
D?tabase > schema-.agr.!ostlc a.nd L he—— Schema must be maintained and kept in sync
dictated by the application. This allows for between application and database
agility and highly iterative development PP
Transactions ACID transaction support varies per solution Supports ACID transactions
Consistency &  Eventual to strong consistency supported, :
Availability depending on solution NI SOy eoten
Consistency, availability, and performance can : e s
be traded to meet the needs of the application C:rrf\zlrs;e:nczels R e
(CAP theorem) P
Insert and update performance is dependent
v 5 upon how fast a write is committed, as strong
Performance can be maximized by reducing ; g
Performance E . consistency is enforced. Performance can be
consistency, if needed e : : :
maximized by using scaling up available
resources and using in-memory structures.
All information about an entity is typically in a Information about an entity may be spread I
single record, so an update can happen in one across many tables or rows, requiring many
operation joins to complete an update or a query
Scal Scaling is typically achieved horizontally with

data partitioned to span servers

Scaling is typically achieved vertically with more
SErVer resources




CAP Theorem

Tvrdi, ze pro distribuované datové ulozisté neni mozné poskytovat vice jak dvé zaruky z téchto tfi:

e konzistence (Consistency): kazdé Cteni vrati bud’ vysledek posledniho zapisu, nebo chybu
e dostupnost (Availability): na kazdy dotaz pfijde (nechybova) odpoved
e odolnost k preruseni (Partition tolerance): systém funguje dal i v pfipadé, ze dojde ke zdrzeni

v v s

Ci ztrateé ¢asti zprav v radmci sité

Availability
Each client can always
read and write

Total Redundancy
Consensus Protocols Eventual Consistency
MySQL CouchDB
Hypergraph Cassandra
Neodj Riak
Pick Two
Consistency Enforced Consistency Partition Tolerance
All clients always have the HBase System works well despite
same view of the data MongoDb physical network partitions

ACID, Transactions Redis Infinite Scale Out



CAP Theorem

Srovnej CAP theorem s ACID!

ACID, na kterém stoji tradi¢ni systémy jako napr. Rela¢ni databaze:

e Atomicita - Databazova transakce je jako operace dale nedélitelna (atomarni). Provede se bud jako celek, nebo se
neprovede viibec (a dany databdzovy systém to da uzivateli na védomi, napt. chybovym hlasenim).

e Konzistence - Pii a po provedeni transakce neni poruseno zadné integritni omezeni.

e lzolovanost - Operace uvnitf transakce jsou skryty prfed vnejSimi operacemi. Vracenim transakce (operaci ROLLBACK)
neni zasazena jind transakce, a kdyz ano, i tato musi byt vracena.

[ J

Trvalost - Zmény, které se provedou jako vysledek uspésnych transakci, jsou skute¢né ulozeny v databazi, a jiz nemohou
byt ztraceny.


https://cs.wikipedia.org/wiki/Integritn%C3%AD_omezen%C3%AD
https://cs.wikipedia.org/wiki/ROLLBACK

