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3.1 Nulová a alternativńı hypotéza . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 34
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3.5 Chyba 1. a 2. druhu, śıla testu . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 34
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Upozorněńı: Tento text neńı učebńım textem. Jedná se o jakousi kostru cvičeńı statistické části
cvičeńı předmětu A6M33SSL, které autor v pr̊uběhu školńıch let 2014/15 - 2017/18 připravil a cvičil.
Text obsahuje výběr některých d̊uležitých termı́n̊u z pravděpodobnosti a statistiky s ilustračńımi
př́ıklady, které jsou většinou doplněny řešeńımi a často i dodatečnými faktickými a metodickými
poznámkami (vysázenými kurźıvou). Těžš́ı partie jsou označeny symbolem F. Obsahově se text do
v́ıceméně kryje s obsahem cvičeńı a mı́sty jej i přer̊ustá. Text nab́ıźım student̊um jako doplněk k
jejich vlastńım poznámkám ze cvičeńı, a budu vděčný, upozorńı-li mě na př́ıpadné chyby zprávou
na siegetom@fel.cvut.cz.

Za laskavé připomı́nky vděč́ım Petru Poš́ıkovi.

Tomáš Sieger

Stručný přehled značeńı

X náhodná veličina (zpravidla velké ṕısmeno latinkou)

x realizace náhodné veličiny (zpravidla malé ṕısmeno latinkou)

fX hustota pravděpodobnosti náhodné veličiny X (nebo rozděleńı X)

FX distribučńı funkce náhodné veličiny X (nebo rozděleńı X)

F−1
X nebo qX kvantilová funkce náhodné veličiny X (nebo rozděleńı X)

DX ≡ varX rozptyl náhodné veličiny X

EX středńı hodnota náhodné veličiny X

N(µ, σ2) normálńı rozděleńı se středńı hodnotou µ a rozptylem σ2

N(0, 1) normované normálńı rozděleńı

ϕ ≡ fN(0,1) hustota pravděpodobnosti normovaného normálńıho rozděleńı

Φ ≡ FN(0,1) distribučńı funkce normovaného normálńıho rozděleńı

Φ−1 ≡ F−1
N(0,1) kvantilová funkce normovaného normálńıho rozděleńı

tn Studentovo t-rozděleńı s n stupni volnosti

χ2
n χ2 rozděleńı s n stupni volnosti

Alt(p) alternativńı rozděleńı popisuj́ıćı např. výsledek nějakého pokusu s pravděpodobnost́ı
úspěchu p

Bi(n, p) binomické rozděleńı popisuj́ıćı např. počet úspěch̊u v sérii nezávislých n pokus̊u
s elementárńı pravděpodobnost́ı úspěchu p

Po(λ) Poissonovo rozděleńı s parametrem λ, který je roven středńı hodnotě i rozptylu
tohoto rozděleńı (toto rozděleńı popisuje např. počet nějakých událost́ı za daný
čas, pokud pravděpodobnost každé události je nezávislá na čase minulé události a
pr̊uměrný počet událost́ı za daný čas je roven λ)
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1 Opakováńı: pravděpodobnost

Vysvětlete termı́ny:

1.1 Náhodný jev (elementárńı jev, prostor elementárńıch jev̊u)

Př́ıklad: Házeńı kostkou.

1.2 Pravděpodobnost

(funkce definovaná na podmnožinách prostoru elementárńıch jev̊u)

1.3 FPravděpodobnostńı prostor: (Ω,A, p)
1.4 Nezávislost náhodných jev̊u

Př́ıklad: Př́ıprava na zkoušku.
Alice: “Bobe, jak je pravděpodobné, že tu zkoušku oba uděláme?”
Bob: “Řekl bych 70%.”
Alice: ”Ale včera jsi tvrdil, že ji na 90% uděláš a že já mám stejnou šanci.“
Bob: ”No a¿‘ Alice: ”To neńı možné, a jestli to nevid́ı̌s, tak tu zkoušku asi neuděláš.“

Př́ıklad: Házeńı kostkou: jev “padne liché č́ıslo” vs. jev “padne č́ıslo větš́ı než 3”. Jsou tyto
jevy nezávislé?

identické jevy (
”
100%“ závislé) (

”
částečně“) závislé nezávislé

Obr. 1: Ilustrace závislosti a nezávislosti dvou jev̊u.

Př́ıklad: Házeńı dvěma kostkami. Jev A: na prvńı kostce padne liché č́ıslo, jev B: na druhé
kostce padne sudé č́ıslo, jev C: součet č́ısel na obou kostkách je sudý. Jsou tyto 3 jevy nezávislé?
Jsou tyto jevy po dvou nezávislé?

1.5 Podmı́něná pravděpodobnost

Ukázat přes geometrickou představu 2 množin A a B s neprázdným pr̊unikem.

p(B|A) =
p(B ∩A)

p(A)
(za podmı́nky p(B) > 0) (1)

Př́ıklad: Tenista má prvńı podáńı úspěšné s pravděpodobnost́ı 0,6; druhé s pravděpodobnost́ı
0,8. S jakou pravděpodobnost́ı se dopust́ı dvojchyby?

Řešeńı: jev N1 - chyba v prvńım podáńı, jev N2 - chyba ve druhém podáńı. p(N1) = 0, 4,
p(N2|N1) = 0, 2 (pozor, toto neńı p(N2)!). P (N1 ∩N2) = p(N2|N1)p(N1) = 0, 2 · 0, 4 = 0, 08.
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1.6 Úplná pravděpodobnost

aneb celková pravděpodobnost jevu A se dá
”
spoč́ıtat po kouskách a posč́ıtat“

P (A) =
∑
i

P (A ∩Bi) =
∑
i

P (A|Bi)P (Bi) (2)

Př́ıklad: Spočtěte pr̊uměrné zastoupeńı studentek ve škole, která má 2 posluchárny a 2 šatny
a v každé mı́stnosti je jiné zastoupeńı d́ıvek. (Předpokládáme, že pr̊uměrné zastoupeńı studentek
nelze zjistit př́ımo, např. anketou.)

Řešeńı: Jev D - náhodně vybraný(á) student(ka) je d́ıvka. Jev Mi - student(ka) se nacháźı v
mı́stnosti i.

p(D) =

4∑
i=1

p(D ∩Mi) =

4∑
i=1

p(D|Mi)p(Mi)

1.7 Bayes̊uv vzorec

P (A|B) =
P (B|A)P (A)

P (B)

aneb výpočet posteriorńı podmı́něné pravděpodobnosti P (A|B) z apriorńıch pravděpodobnost
P (A), nebo přepočet podmı́něné pravděpodobnosti P (B|A) na podmı́něnou pravděpodobnost P (A|B).

Označuje-li např. P (B|A) podmı́něnou pravděpodobnost určitého výsledku klinického testu (jev
B) u zdravého člověka (podmı́nka A), pak Bayes̊uv vzorec dává na základě výsledku testu (a
apriorńıch pravděpodobnost́ı) podmı́něnou pravděpodobnost P (A|B) toho, že testovaná osoba je
zdravá či nemocná.

Př́ıklad: Klinický test, jehož účelem je odhadnout, zda pacient má určitou nemoc, má senzitiv-
itu (pravděpodobnost toho, že u nemocného bude test pozitivńı) 90% a specificitu (pravděpodobnost
toho, že u zdravého bude test negativńı) 95%. Spoč́ıtejte pravděpodobnost toho, že pacient s poz-
itivńım testem nemoc skutečně má, a dále pravděpodobnost toho, že pacient s negativńım testem
nemoc skutečně nemá. Předpokládejme, že nemoćı trṕı 20% populace.

Řešeńı: Jev, že pacient je nemocný, označ́ıme jako N , jev opačný jako Z. Pozitivńı výsledek
testu označ́ıme jako Poz a negativńı jako Neg. Vı́me, že p(Poz|N) = 0, 9, p(Neg|Z) = 0, 95 a
p(N) = 0, 2.

Použit́ım Bayesova vzorce dostáváme:

p(N |Poz) =
p(Poz|N)p(N)

p(Poz)
,

kde p(Poz) neznáme, ale dokážeme spoč́ıtat pomoćı věty o úplné pravděpodobnosti:

p(Poz) = p(Poz|N)p(N) + p(Poz|Z)p(Z).

Z toho

p(N |Poz) =
p(Poz|N)p(N)

p(Poz)
=

p(Poz|N)p(N)

p(Poz|N)p(N) + p(Poz|Z)p(Z)
=

0, 9 · 0, 2
0, 9 · 0, 2 + 0, 05 · 0, 8

≈ 0, 818.

Pozitivńı výsledek testu tedy př́ıtomnost nemoci neindikuje př́ılǐs spolehlivě.
Podobně

p(Z|Neg) =
p(Neg|Z)p(Z)

p(Neg)
=

p(Neg|Z)p(Z)

p(Neg|Z)p(Z) + p(Neg|N)p(N)
=

0, 95 · 0, 8
0, 95 · 0, 8 + 0, 1 · 0, 2

≈ 0, 974,

tedy p(N |Neg) ≈ 0, 026 a falešně negativńı výsledek lze naštěst́ı čekat jen u necelých tř́ı procent
testovaných osob.
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Která chyba vad́ı v́ıc: falešná pozitivita nebo falešná negativita? Jaká je celková očekávaná chyba
a co je jej́ı hlavńı př́ıčinou? Jak byste test vylepšili?

Poznamenejme, že kromě vlastnost́ı daného klinického testu (jeho senzitivity a specificity) má
na pravděpodobnosti p(N |Poz) a p(Z|Neg) vliv i prevalence nemoci. Pokud by nemoćı trpěla např.
pouhá 2% populace, bylo by p(N |Poz) ≈ 0, 269 a p(Z|Neg) ≈ 0, 998.

Př́ıklad: V obléhaném městě, které se skládá ze dvou vzájemně oddělených čtvrt́ı Mordor
(tvoř́ı desetinu města) a Londor (tvoř́ı zbylých 90% města), nepř́ıtel kontaminoval jedem vodovod
zásobuj́ıćı Mordor. 90% mordorských obyvatel je otráveno (všichni krom těch, kteř́ı se vody zat́ım
nenapili). V Londoru je otráveno pouze 10% obyvatel (patrně z jiných zdroj̊u, než z vody). Jednomu
obyvateli se z města podař́ı tajnou chodbou uniknout, avšak záhy umı́rá – byl otráven. Dá se odhad-
nout, zda tajná chodba vede do Mondoru, nebo Londoru? (Pro zjednodušeńı budeme předpokládat,
že pravděpodobnost toho, že chodbou z města někdo unikne, je stejná, at’ už chodba vede kamkoli.)
Jak se tato pravděpodobnost změńı, vyjde-li z chodby daľśı otrávený?

Řešeńı:
Jev, že chodba vede do jedem otrávené části města, označ́ıme jako J a jev, že člověk přicházej́ıćı

chodbou je otrávený a zemře, jako M .
Za apriorńı (předem očekávanou) pravděpodobnost toho, že chodba vede do otrávené části města,

muśıme (bez znalosti dodatečných informaćı) vźıt poměr plochy otrávených část́ı města v̊uči celému
městu, tedy p(J) = 0, 1. Dále v́ıme, že pravděpodobnost, že chodbou vedoućı do otráveného Mordoru
někdo uteče a zemře, je p(M |J) = 0, 9, a pravděpodobnost, že chodbou vedoućı do neotráveného
Londoru někdo uteče a zemře, je p(M |J̄) = 0, 1. Poté, co chodbou přijde otrávený člověk, se pravdě-
podobnost, že chodba vede do otrávené části města, změńı z p(J) na p(J |M):

p(J |M)
Bayes

=
p(M |J)p(J)

p(M)
=

p(M |J)p(J)

p(M |J)p(J) + p(M |J̄)p(J̄)︸ ︷︷ ︸
úplná pravděpodobnost

=
0, 9 · 0, 1

0, 9 · 0, 1 + 0, 1 · 0, 9
=

1

2

Pravděpodobnost se zvýšila z apriorńı pravděpodobnosti 0, 1 na posteriorńı pravděpodobnost
0, 5. To znamená, že před t́ım, než z chodby kdokoli vyšel, mysleli jsme si, že chodba vede sṕı̌se
do otrávené části města. Poté, co z chodby vyšel otrávený člověk, naprosto nev́ıme, zda chodba
vede do trávené nebo neotrávené části města.

Pokud z chodby vystouṕı daľśı člověk a také zemře, změńı se pravděpodobnost, že chodba vede
do otrávené části města, dále na:

p(J |M2,M1) =
p(M2|J,M1)p(J |M1)

p(M2|J,M1)p(J |M1) + p(M2|J̄ ,M1)p(J̄ |M1)
.

Za předpokladu, že pravděpodobnost výskytu otráveného člověka v otrávené oblasti (resp. mimo
otrávenou oblast) se po př́ıchodu prvńıho otráveného nezměńı (tj. pokud je ve městě hodně obyvatel
a odchodem jednoho otráveného se pravděpodobnosti prakticky nezměńı), plat́ı p(M2|J,M1) =
p(M2|J) a p(M2|J̄ ,M1) = p(M2|J̄) a tedy

p(J |M2,M1) =
p(M2|J)p(J |M1)

p(M2|J)p(J |M1) + p(M2|J̄)p(J̄ |M1)
=

0, 9 · 0, 5
0, 9 · 0, 5 + 0, 1 · 0, 5

= 0, 9.

Poté, co z chodby vyjde druhý otrávený, budeme tedy sṕı̌se přesvědčeni, že chodba vede do otrávené
části města. Naši apriorńı představu o tom, že chodba vede sṕı̌se do neotrávené části města, jsme
tedy na základě dat byli nuceni zcela přehodnotit.

Pro srovnáńı: v př́ıpadě, že by chodbou přǐsli (a vzápět́ı zemřeli) dva lidé nezávisle na sobě a
my bychom aposteriorńı pravděpodobnost toho, že chodba vede do otrávené části města, poč́ıtali
nikoli postupně, ale najednou, došli bychom ke stejnému výsledku. Položili bychom

p(M1+2|J) = p(M |J) · p(M |J) = p(M |J)2

a
p(M1+2|J̄) = p(M |J̄) · p(M |J̄) = p(M |J̄)2
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a proto

p(J |M1+2) =
p(M1+2|J)p(J)

p(M1+2|J)p(J) + p(M1+2|J̄)p(J̄)

=
p(M |J)2p(J)

p(M |J)2p(J) + p(M |J̄)2p(J̄)

=
0, 92 · 0, 1

0, 92 · 0, 1 + 0, 12 · 0, 9

=
0, 92

0, 92 + 0, 1 · 0, 9

=
0, 9

0, 9 + 0, 1

= 0, 9.

1.8 Náhodná veličina

Náhodná veličina je striktně řečeno funkce definovaná na prostoru elementárńıch jev̊u:
F měřitelná funkce X : Ω → R splňuj́ıćı X−1(I) = {ω ∈ Ω : X(ω) ∈ I} ∈ A pro každý interval

I, tj. vzorem každého intervalu je měřitelná množina ze σ-algebry A (systému podmnožin prostoru
elementárńıch jev̊u Ω.

Pro praktické účely budeme chápat náhodnou veličinu jako č́ıslo, které vhodným zp̊usobem
charakterizuje náhodný jev, např. hmotnost nějakého pacienta, počet ĺıc̊u v sérii nezávislých hod̊u
minćı, nebo doba bezchybného provozu nějaké součástky.

1.9 Realizace náhodné veličiny

ilustrace: 3 světy (reálný, zjednodušený reálný (modelový),
”

statistický“)

Př́ıklad: Hmotnost student̊u určitého kurzu – v modelovém a
”
statistickém“ světě graficky

vyznačte jednu konkrétńı realizaci náhodné veličiny
”
hmotnost“ a samotnou náhodnou veličinu

”
hmotnost“.

Nechat studenty vyznačit na reálné ose jedno pozorováńı - hmotnost a pak to samé cht́ıt pro náhodnou
veličinu, aby byli konfrontováni s t́ım, že vlastně nějakou hodnotu nakreslit nelze. Chová se náhodně
(paralela s kvantovým světem a štěrbinovým experimentem). Jediné, co o ńı v́ıme, je jak se chová

”
typicky“,

”
pr̊uměrně“. Doj́ıt k tomu, že někde je věťśı pravděpodobnost výskytu, jinde menš́ı.

1.10 Rozděleńı pravděpodobnosti náhodné veličiny

Př́ıklad: Definujte rozděleńı pravděpodobnosti náhodné veličiny.

Pozor: u spojitého rozděleńı p(X = x) = 0, proto použ́ıváme p(X ≤ x).

Př́ıklad: Načtrtněte rozděleńı pravděpodobnosti počtu ĺıc̊u při hodu minćı.

Př́ıklad: Načtrtněte rozděleńı pravděpodobnosti počtu ok při hodu kostkou.

Př́ıklad: Načtrtněte rozděleńı pravděpodobnosti počtu ĺıc̊u při dvou nezávislých hodech minćı.

1.11 Distribučńı funkce FX(x) náhodné veličiny X

FX(x)
def.
= p(X ≤ x), x ∈ R

Vlastnosti distribučńı funkce:

• limx→−∞FX(x) = 0 (protože limx→−∞p(X ≤ x) = 0)

• limx→∞FX(x) = 1 (protože limx→∞p(X ≤ x) = 1)
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Př́ıklad: Načtrtněte distribučńı funkci rozděleńı pravděpodobnosti počtu ĺıc̊u při hodu minćı.

Př́ıklad: Načtrtněte distribučńı funkci rozděleńı pravděpodobnosti počtu ok při hodu kostkou.

Př́ıklad: Načtrtněte distribučńı funkci rozděleńı pravděpodobnosti počtu ĺıc̊u při dvou nezávislých
hodech minćı.

1.12 Hustota pravděpodobnosti fX náhodné veličiny X

V př́ıpadě jakých rozděleńı o ńı hovoř́ıme?

Hustotu pravděpodobnosti definujeme u spojitých rozděleńı.

U spojitého rozděleńı plat́ı, že FX(x) =
∫ x
−∞ fX(t)dt.

Př́ıklad: Určuje fX(x) = sin(x) pro 0 ≤ x ≤ π hustotu pravděpodobnosti nějaké náhodné
veličiny?

Řešeńı: Ne,
∫ π

0
sin(t)dt = [−cos(t)]π0 = 1−(−1) = 2, tedy hustota se neintegruje do 1 a nejedná

se o hustotu.

Př́ıklad: Určuje fX(x) = 2− x pro 0 ≤ x ≤ 2 +
√

2 hustotu pravděpodobnosti nějaké náhodné
veličiny?

Řešeńı: Ne,
∫ 2+

√
2

0
fX(x)dx = 1, ale fX(2 +

√
2) < 0.

Př́ıklad: Načtrtněte hustotu pravděpodobnosti a distribučńı funkci rovnoměrného rozděleńı na
intervalu (a, b).

1.13 Kvantilová funkce F−1
X

Pro spojité ryze rostoućı inverzńı funkce k FX .

Př́ıklad: Je dáno p(X ≤ x) = x pro 0 ≤ X ≤ 1. Odvod’te a načtrtněte distribučńı funkci FX ,
hustotu fX a kvantilovou funkci F−1

X .

Řešeńı: Distribučńı funkce FX(x) je právě p(X ≤ x) = x. Hustota fX(x) je derivaćı FX(x),
tedy fX(x) = 1. Kvantilová funkce je inverźı k distribučńı funkci, tedy F−1

X (u) = u (má smysl
samozřejmě jen pro 0 < u < 1).

Př́ıklad: Je dáno fX(x) = 3x pro 0 ≤ X ≤ 1. Odvod’te a načtrtněte distribučńı funkci FX ,
p(X ≤ x) a kvantilovou funkci F−1

X .

Řešeńı: Nelze řešit: fX neńı hustota, neintegruje se do 1.

Př́ıklad: Je dáno fX(x) = 2x pro 0 ≤ X ≤ 1. Odvod’te a načtrtněte distribučńı funkci FX ,
p(X ≤ x) a kvantilovou funkci F−1

X .

Řešeńı: Distribučńı funkce je integrál hustoty, tedy FX(x) = x2. p(X ≤ x) = FX(x) z definice.
Kvantilová funkce F−1

X je inverźı k FX , tedy F−1
X (u) =

√
u (má smysl samozřejmě jen pro 0 < u <

1).

Př́ıklad: V lese zakresleném na mapě jako rovnostranný trojúhelńık o straně 30km se ztratilo
d́ıtě. Na záchranu se vypravily tři stejné rojnice, z každé strany lesa jedna, které dokáž́ı prohledávat
terén rychlost́ı 500 m/hodinu. Za jak dlouho d́ıtě najdou? Za jak dlouho bude pravděpodobnost,
že d́ıtě našli, stejná, jako že d́ıtě ještě nenašli? Za jak dlouho bude pravděpodobnost, že d́ıtě našli,
rovna 75%, resp. 95%?

Nalezněte rozděleńı vzdálenosti d́ıtěte od nejblǐzš́ıho okraje lesa a popǐste jeho hustotu pravděpodobnosti
a distribučńı funkci.
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Řešeńı: Uvědomı́me si, že stač́ı uvažovat jen část celého trojúhelńıku mezi jednou stranou a
těžǐstěm. Označ́ıme-li a = 30km, je vzdálenost těžǐstě od strany třetinou dělky těžnice (a zároveň

výšky), tj. 1
3 ·
√

3
2 a ≈ 8, 660km, a pro jednoduchost si označ́ıme toto č́ıslo jako b. Potom hustota

rozděleńı pravděpodobnosti vzdálenosti d́ıtěte od nejbližš́ı strany bude největš́ı v bĺızkosti strany
(zde se totiž může d́ıtě nacházet podél celé strany) a bude klesat směrem k těžǐsti (kde d́ıtě již
nebude mı́t žádnou volnost - pokud nebylo nalezeno dř́ıve, muśı být jedině v těžǐsti), a lze ji popsat
jako

f(x) = lb− lb

b
x = lb− lx = l(b− x),

kde konstantu l vypočteme tak, aby se hustota pravděpodobnosti integrovala do 1, tj. aby plocha
pod hustotou byla jednotková:

1

2
lbb = 1

l =
2

b2

tedy

f(x) =
2

b2
(b− x).

Hledáme-li pravděpodobnost, že d́ıtě bude nalezeno do určité doby (resp. vzdálenosti), tj. hledáme-
li p(X ≤ x), hod́ı se zavést funkci F (x) = p(X ≤ x) =

∫ x
y=0

f(y)dy.
Výpočtem dostaneme

F (x) =

∫ x

y=0

f(y)dy

=

∫ x

y=0

2

b2
(b− y)dy

=
2

b2

[
by − y2

2

]x
y=0

=
2

b2

(
bx− x2

2

)
.

Nyńı budeme hledat takovou vzdálenost od kraje lesa, že pravděpodobnost, že d́ıtě našli, bude
stejná, jako že d́ıtě ještě nenašli. Budeme tedy hledat takové x, aby F (x) = 0, 5. Protože se ale
budeme dále ptát na daľśı otázky, můžeme rovnou řešit obecně jako F (x) = c:

F (x) =
2

b2
(bx− x2

2
) = c

2

b
x− x2

b2
= c

x2 − 2bx+ b2c = 0

a řeš́ıme kvadratickou rovnici:

D = 4b2 − 4b2c = 4b2(1− c) = (2b)2
√

1− c

a protože má smysl hledat pouze mezi stranou lesa a jeho středem (těžǐstěm), tedy x < b

x =
2b− 2b

√
1− c

2
= b(1−

√
1− c).

Tento vztah mezi c a x si můžeme označit jako F−1(c) = b(1−
√

1− c).
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Nyńı dostáváme, že 50% pravděpodobnost nalezeńı d́ıtěte nastane v okamžiku, kdy rojnice proj-
dou F−1(0, 5) = b(1−

√
1− 0, 5) ≈ 2, 537km lesa, tj. za cca 5 hodin bude již d́ıtě s pravděpodobnost́ı

0, 5 zachráněno.
Pravděpodobnost, že bude zachráněno s pravděpodobnost́ı 75%, nastane, až bude prohledáno

F−1(0, 75) = b(1 −
√

1− 0, 75) ≈ 4, 330km lesa, tedy cca za 8 hodin 40 minut. Úplná záchrana
pak bude zajǐstěna, až rojnice dojdou do těžǐstě, tedy až prohledaj́ı F−1(1) = b(1−

√
1− 1) = b ≈

8, 660km lesa, tedy cca za 17 hodin 19 minut.
Poznamenejme, že funkce F (x) se nazývá distribučńı funkce a ř́ıká, jak pravděpodobné je, že

se d́ıtě dostalo do určité vzdálenosti od okraje lesa (obecně jak pravděpodobné je, že náhodná
veličina nabývá nanejvýš dané hodnoty). Funkce F−1(c) se nazývá kvantilová funkce a ř́ıká, do
jaké vzdálenosti dojde rojnice v okamžiku, kdy bude pravděpodobnost nalezeńı d́ıtěte P% (obecně
při jaké hodnotě náhodné veličiny bude pravděpodobnost jej́ıho výskytu mezi −∞ a touto hodno-
tou rovna dané pravděpodobnosti). Např. pravděpodobnost nalezeńı náhodné veličiny s hodnotou
nejvýše F−1(50%) je 50%.

Př́ıklad: (Použit́ı tabulek kvantil̊u a kritických hodnot:) Hmotnost vyráběné pilulky lze popsat
normálńım rozděleńım se středńı hodnotou 120mg a rozptylem 1mg2. Výstupńı kontrola testuje,
zda tomu tak skutečně je. Rozumně velký náhodný vzorek pilulek byl zvážen a setř́ıděn podle
nar̊ustaj́ıćı hmotnosti.

1. V jakém rozmeźı lze čekat hmotnost 10% nejlehč́ıch pilulek?

2. V jakém rozmeźı asi bude hmotnost 10% nejtěžš́ıch pilulek?

3. V jakém rozmeźı lze čekat hmotnost 1% nejlehč́ıch pilulek?

4. V jakém rozmeźı asi bude hmotnost 1% nejtěžš́ıch pilulek?

5. V jakém rozmeźı lze čekat hmotnost 0, 1% nejlehč́ıch pilulek?

6. V jakém rozmeźı asi bude hmotnost 0, 1% nejtěžš́ıch pilulek?

7. Jaká je pravděpodobnost, že nalezneme pilulku o hmotnosti 120mg?

8. Jaká je pravděpodobnost, že nalezneme pilulku těžš́ı než 120mg?

9. Jaká je pravděpodobnost, že nalezneme pilulku těžš́ı než 123mg?

10. Jaká je pravděpodobnost, že nalezneme pilulku o hmotnosti nižš́ı než 117,5mg?

Řešeńı: Uvažujme symetrii Φ(x).

1. rozmeźı hmotnosti 10% nejlehč́ıch pilulek: (max(0, 120 + Φ−1(0%)), 120 + Φ−1(10%)) =
(0, 120 + (−Φ−1(90%)))

.
= (0, 120 + (−1, 282)) = (0, 118, 718)

2. rozmeźı hmotnosti 10% nejtěžš́ıch pilulek: (120+Φ−1(90%), 120+Φ−1(100%))
.
= (121, 282, ∞)

3. rozmeźı hmotnosti 1% nejlehč́ıch pilulek: (max(0,Φ−1(0%)), 120 + Φ−1(1%)) = (0, 120 +
(−Φ−1(99%)))

.
= (0, 120 + (−2, 326)) = (0, 117, 674)

4. rozmeźı hmotnosti 1% nejtěžš́ıch pilulek: (120+Φ−1(99%), 120+Φ−1(100%))
.
= (122, 326, ∞)

5. rozmeźı hmotnosti 0, 1% nejlehč́ıch pilulek: (max(0, 120 + Φ−1(0%)), 120 + Φ−1(0, 1%)) =
(0, 120 + (−Φ−1(99, 9%)))

.
= (0, 120 + (−3, 009)) = (0, 116, 991)

6. rozmeźı hmotnosti 0, 1% nejtěžš́ıch pilulek: (120+Φ−1(99, 9%), 120+Φ−1(100%))
.
= (123, 009, ∞)

7. Pravděpodobnost nálezu pilulky o hmotnosti 120mg: Pokud provád́ıme vážeńı naprosto přesně,
pak tato pravděpodobnost je 0, protože u spojité náhodné veličiny nabývaj́ıćı nenulové pravdě-
podobnosti na nedegenerovaném intervalu1 plat́ı, že pravděpodobnost jedné konkrétńı real-
izace je nulová. Srovnej s hustotou pravděpodobnosti - ta nulová neńı, ale aby se dala inter-
pretovat jako pravděpodobnost, muśı se zintegrovat na alespoň malém intervalu v okoĺı bodu,
který nás zaj́ımá.

1jehož krajńı body nesplývaj́ı
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Pokud váž́ıme pouze s určitou upřesnost́ı, např́ıklad s přesnost́ı na desetiny gramu, bude
naměřeńı hmotnosti 120mg vlastně znamenat, že skutečná hmotnost pilulky je taková, že bude
zaokrouhlena na 120mg, tedy že je v rozsahu [120− 0, 1/2, 120 + 0, 1/2) = [119, 95, 120, 49̄).
Definujeme-li náhodnou veličinu Y = X − 120mg (takže EY = 0mg), bude pravděpodobnost
p nálezu pilulky o skutečné hmotnosti X a naměřené hmotnosti 120mg

p = P (119, 95 ≤ X < 120, 05)

= P (120− 0, 05 ≤ X < 120 + 0, 05)

= P (−0, 05 ≤ Y < 0, 05)

= P (Y < 0, 05)− p(Y < −0, 05)

a protože p(Y = y) = 0, bude

p = P (Y ≤ 0, 05)− P (Y ≤ −0, 05)

= Φ(0, 05)− Φ(−0, 05)

Nyńı využijeme symetrie normovaného normálńıho rozděleńı kolem 0, tedy toho, že

φ(x) = φ(−x)

a

Φ(x) = 1− Φ(−x),

a tak

p = Φ(0, 05)− (1− Φ(0, 05))

= 2Φ(0, 05)− 1.

Hodnotu Φ(0, 05) v tabulkách nemáme, a tak odhadneme kýženou pravděpodobnost konzer-
vativně raději větš́ı, než skutečnou,2 pomoćı Φ(0, 06):

p ≈ 2Φ(0, 06)− 1

≈ 2 · 0, 5239− 1 = 0, 0476.

Při nepřesném měřeńı je tedy pravděpodobnost nálezu určité konkrétńı realizace náhodné
veličiny nenulová, v našem př́ıpadě měřeńı s přesnost́ı na 0, 1mg je pravděpodobnost nálezu
pilulky o hmotnosti 120mg necelých 5%.

Zamyslete se, jak by se tato pravděpodobnost změnila, kdybychom měřili s věťśı přesnost́ı? A
jak by se změnila, kdyby hmotnost pilulek neměla jednotkový rozptyl, ale věťśı (např. 10mg2)?

Př́ıklad: Jak lze vygenerovat (pseudo)náhodné č́ıslo z normálńıho rozděleńı N(0, 1), máme-li
k dispozici generátor (pseudo)náhodných č́ısel z intervalu (0, 1)? A jak lze vygenerovat č́ıslo z lib.
daného rozděleńı?

Řešeńı: Ke generováńı č́ısel z N(0, 1) lze př́ımo použ́ıt kvantilovou funkci Φ−1. Rozmyslete, že
č́ısla Φ−1(p), kde p ∼ R(0, 1), jsou realizacemi náhodné veličiny z N(0, 1):

Pro zvolené p ∈ (0, 1) generujeme x = Φ−1(p). Realizacemi jaké náhodné veličiny taková č́ısla
jsou? Stač́ı určit distribučńı funkci F (x) tohoto rozděleńı. Protože

p = P (X ≤ x) = P (X ≤ Φ−1(p)) = F (Φ−1(p))

aplikaćı F−1() dostáváme
F−1(p) = F−1(F (Φ−1(p)) = Φ−1(p).

Vid́ıme, že F−1 = Φ−1 a tedy F = Φ a tedy generovaná č́ısla pocházej́ı z normovaného
normálńıho rozděleńı N(0, 1).

Při generováńı z jiného rozděleńı můžeme postupovat analogicky, použit́ım př́ıslušné kvantilové
funkce.

2skutečná pravděpodobnost je přibližně rovna 0, 0399
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1.14 Charakteristiky rozděleńı (středńı hodnota, rozptyl, směrodatná
odchylka)

Středńı hodnota popisuje typickou3 hodnotu náhodné veličiny. Poč́ıtá se jako vážený pr̊uměr všech
možných relizaćı náhodné veličiny. Pro spojitou náhodnou veličinu X to je:

EX =

∫ ∞
−∞

xfX(x)dx, (3)

pokud tento integrál existuje.
Pro diskrétńı náhodnou veličinu X nepr̊uměrujeme přes všechna reálná č́ısla, ale jen přes jed-

notlivé diskrétńı realizace:

EX =
∑
i

xip(X = xi) (4)

Pozn.: pomoćı distribučńı funkce můžeme definici sjednotit pro spojitou i diskrétńı náhodnou
veličinu na:

EX =

∫ ∞
−∞

xdFX(x)dx (5)

Vlastnosti středńı hodnoty:

E(a+ bX) = a+ bEX (6)

E(X + Y ) = EX + EY (pokud EX a EY existuj́ı) (7)

E(XY ) = EXEY (právě když jsou X,Y nezávislé a pokud EX a EY existuj́ı) (8)

(a, b nenáhodné konstanty, X,Y náhodné veličiny)

Př́ıklad: Uvedené vztahy odvod’te.

Př́ıklad: Jaký očekáváte pr̊uměrný počet ok při hodu kostkou? Tj. spočtěte středńı hodnotu
odpov́ıdaj́ıćı náhodné veličiny.

Řešeńı: p(X = i) = 1
6 pro i = 1, . . . , 6. Pak

EX =

6∑
i=1

p(X = i)i =

6∑
i=1

1

6
i =

1

6

6∑
i=1

i =
21

6
= 3, 5.

Př́ıklad: Vypočtěte středńı hodnotu náhodné veličiny dané jako výsledek hodu faľsovanou
minćı, u ńıž panna padá 2x častěji, než orel. (Předpokládejme, že pannu reprezentujeme jako 0
a orla jako 1.)

Řešeńı: Protože p(X = 0) = 2
3 a p(X = 1) = 1

3 ,

EX =

2∑
i=1

p(X = i) i =
2

3
· 0 +

1

3
· 1 =

1

3
.

Př́ıklad: Spočtěte středńı hodnotu náhodné veličiny z rovnoměrného rozděleńı na intervalu
(0, 1).

Řešeńı: Protože hustota pravděpodobnosti rovnoměrného rozděleńı na intervalu (0, 1) je
f(x) = 1, je

EX =

∫ 1

0

f(x)xdx =

∫ 1

0

1xdx =
[x2

2

]1
0

=
12

2
= 0, 5.

3anglicky expected, odtud značeńı EX
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Pozn.: pro obecný interval (a, b) je f(x) = 1
b−a , a tedy

EX =

∫ b

a

f(x)xdx =

∫ b

a

x

b− a
dx =

1

b− a

[x2

2

]b
a

=
1

b− a
b2 − a2

2
=
b+ a

2

Pro charakterizaci koĺısáńı náhodné veličiny kolem středńı hodnoty se použ́ıvá rozptyl varX
definovaný jako:

varX = E(X − EX)2 (9)

Pozn.: Proč se použ́ıvá čtverec a ne př́ımo E(X − EX)?
(Protože E(X − EX) = E(X)− E(EX)) = EX − EX = 0.)

Lze jednoduše ukázat, že E(X−a)2 je minimalizován při volbě a = EX. V tomto smyslu je tedy
středńı hodnota opravdu

”
středem“ hodnot náhodné veličiny.

Vlastnosti rozptylu:

var(a+ bX) = b2varX (10)

varX = (EX2)− (EX)2 (11)

var(X + Y ) = varX + varY + 2cov(X,Y ) (12)

var(X + Y ) = varX + varY (pokud X a Y jsou nezávislé) (13)

(a, b nenáhodné konstanty, X,Y náhodné veličiny).
Přitom

cov(X,Y ) = E(X − EX)(Y − EY ). (14)

Př́ıklad: Dokažte tvrzeńı (10 a 11).

Př́ıklad: Spočtěte rozptyl náhodné veličiny popisuj́ıćı výsledek hodu (nefaľsovanou) minćı.

Řešeńı: Označ́ıme pannu jako 0 a orla jako 1 a můžeme postupovat př́ımo dosazeńım do vzorce
varX = E(X − EX)2, kde v́ıme, že EX = 0, 5:

var(X) = E(X − EX)2 =

1∑
i=0

p(X = i) (X − EX)2 =
1

2
(0− 0, 5)2 +

1

2
(1− 0, 5)2 = 0, 5

Př́ıklad: Spočtěte rozptyl náhodné veličiny z rovnoměrného rozděleńı na intervalu (0, 1).

Řešeńı: Použijeme výpočetně př́ıvětivěǰśı vzorec 11, tedy

var(X) = EX2 − (EX)2

=

∫ 1

0

f(x)x2dx−
(1

2

)2

=

∫ 1

0

1x2dx− 1

4

=
[x3

3

]1
0
− 1

4

=
13

3
− 1

4

=
1

12
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Př́ıklad: Spočtěte středńı hodnotu a rozptyl součtu resp. rozd́ılu dvou náhodných veličin.
Spoč́ıtejte obecně a speciálně pro X,Y ∼ N(µ, σ2).

Řešeńı: Pro součet plat́ı:

E(X + Y ) = EX + EY,

speciálně

E(X + Y ) = EX + EY = 2σ

a

var(X + Y ) = E(X + Y − E(X + Y ))2

= E(X + Y − (EX + EY ))2

= E(X − EX + Y − EY )2

= E(X − EX)2 + 2E(X − EX)(Y − EY ) + E(Y − EY )2

= var X + 2cov(X,Y ) + var Y

= var X + var Y (pokud X,Y jsou nezávislé)

speciálně

var(X + Y ) = var X + var Y = 2σ2 (pokud X,Y jsou nezávislé)

Pro rozd́ıl plat́ı:

E(X − Y ) = EX − EY,

speciálně

E(X − Y ) = EX − EY = 0

a

var(X − Y ) = E(X − Y − E(X − Y ))2

= E(X − Y − (EX − EY ))2

= E(X − EX − (Y − EY ))2

= E(X − EX)2 − 2E(X − EX)(Y − EY ) + E(Y − EY )2

= var X − 2cov(X,Y ) + var Y

= var X + var Y (pokud X,Y jsou nezávislé),

speciálně

var(X − Y ) = var X + var Y = 2σ2 (pokud X,Y jsou nezávislé).

Tedy rozptyl součtu i rozd́ılu nezávislých náhodných veličin je dán jako součet jejich rozptyl̊u.
Jakým zp̊usobem by se dal rozptyl součtu resp. rozd́ılu zmenšit?

Př́ıklad: Spočtěte středńı hodnotu a rozptyl pr̊uměru n nezávislých stejně rozdělených náhodných
veličin, pro které plat́ı EX = µ a var X = σ2.

Řešeńı:

E
(∑n

i=1Xi

n

)
=

∑n
i=1EXi

n
=

∑n
i=1 µ

n
=
nµ

n
= µ

var
(∑n

i=1Xi

n

)
=
var(

∑n
i=1Xi)

n2
=

∑n
i=1 var Xi

n2
=
n
∑n
i=1 σ

2

n2
=
σ2

n

Kolik náhodných veličin muśıme zpr̊uměrovat, aby byl rozptyl pr̊uměru polovičńı ve srovnáńı s
p̊uvodńı náhodnou veličinou? Vid́ıte možnou aplikaci takového postupu?
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1.15 Charakteristiky realizace náhodné veličiny

• (výběrový) pr̊uměr (jako náhodná veličina: X̄, X̄n, jako realizace náhodné veličiny: x̄, x̄n)

• (výběrový) medián (X̃, X̃n, x̃, x̃n)

• (výběrový) modus

• (výběrový) rozptyl (S2, s2)

• (výběrová) směrodatná odchylka (S, s)

• (výběrové) kvantily

• (výběrové) inter-kvartilové rozpět́ı (IQR)

Ukázat na př́ıkladech.

Př́ıklad: Hmotnost student̊u – v modelovém světě graficky vyznačte náhodný výběr (několik
realizaćı náhodné veličiny

”
hmotnost“) a sumarizujte jej.

Poznamejme, že výběrový rozptyl definovaný jako

S2 =
1

n− 1

n∑
i=1

(Xi − X̄)2 (15)

je nevychýleným odhadem rozptylu σ2. Definujeme-li µ = EX, ukážeme to pomoćı tvrzeńı:

n∑
i=1

(Xi − µ)2 =

n∑
i=1

(Xi − X̄ + X̄ − µ)2

=

n∑
i=1

[
(Xi − X̄)2 + 2(Xi − X̄)(X̄ − µ) + (X̄ − µ)2

]
=

n∑
i=1

(Xi − X̄)2 + 2

n∑
i=1

(Xi − X̄)(X̄ − µ) +

n∑
i=1

(X̄ − µ)2

=

n∑
i=1

(Xi − X̄)2 + 2(X̄ − µ)

n∑
i=1

(Xi − X̄)︸ ︷︷ ︸
=0

+n(X̄ − µ)2

=

n∑
i=1

(Xi − X̄)2 + n(X̄ − µ)2

a tedy

n∑
i=1

(Xi − X̄)2 =

n∑
i=1

(Xi − µ)2 − n(X̄ − µ)2

z čehož
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ES2 = E

(
1

n− 1

n∑
i=1

(Xi − X̄)2

)

=
1

n− 1
E

( n∑
i=1

(Xi − µ)2 − n(X̄ − µ)2

)

=
1

n− 1

( n∑
i=1

E(Xi − µ)2 − nE(X̄ − µ)2

)
=

1

n− 1

(
nσ2 − n · varX̄

)
=

1

n− 1

(
nσ2 − nσ

2

n

)
=

1

n− 1

(
(n− 1)σ2

)
= σ2

Někdy se použ́ıvá vychýlený odhad:

S2 =
1

n

n∑
i=1

(Xi − X̄)2 (16)

Př́ıklad: Uvažme realizace xi, i = 1, . . . , n náhodné veličiny z rozděleńı N(µ, σ2) s neznámým
parametrem µ a se známým parametrem σ2. Dále mějme čtyři odhady středńı hodnoty µ: m1 =

x1,m2 = x(1),m3 =
∑n
i=1 xi
n a m4 =

∑n
i=1 xi+1

n .
U každého odhadu určete, zda je nestranný, asymptoticky nestranný a konzistentńı.

Řešeńı: Em1 = µ, takže m1 je nestranný (a tedy i asymptoticky nestranný). limn→∞var m1 =
σ2, tedy m1 neńı konzistentńı.

Em2 6= µ, takže m2 neńı nestranný (a protože s rostoućım n se odhad nezlepšuje, neńı ani
asymptoticky nestranný). Konzistentńı být m2 nemůže, protože neńı asymptoticky nestranný (ne-
muśıme tedy již chováńı rozptylu zkoumat).

Em3 = µ, takže m3 je nestranný (a tedy i asymptoticky nestranný). limn→∞var m3 =

limn→∞
σ2

n = 0, tedy m3 je konzistentńı.

Em4 = nµ+1
n 6= µ, takže m4 neńı nestranný. Protože však

limn→∞Em4 = limn→∞
nµ+ 1

n
= limn→∞

(
µ+

1

n

)
= µ,

jedná se o asymptoticky nestranný odhad. limn→∞var m4 = limn→∞
σ2

n = 0, tedy m4 je konzis-
tentńı.

1.16 Centrálńı limitńı věta a význam normálńıho rozděleńı.

Ukázat na simulaćıch.
Centrálńı limitńı větu ilustruje obr. 2, vygenerovaný zdrojovým kódem v jazyce R (viz následuj́ıćı

stránku).
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1 # Demonstrace centr áln ı́ limitn ı́ věty (CLV).

2 # CLV budeme demonstrovat na ’n’ pr ůmě rech ’m’ relizac ı́ ná hodn é veli činy

3 # generovan é funkc ı́ ’g’.

4

5 # Funkce generuj ı́cı́ ’n’ realizac ı́ ná hodn é veli činy.

6 # Argumenty:

7 # n: velikost výběru

8 # Vrac ı́: vektor ’n’ realizac ı́ ná hodn é veli činy.

9 g<-function(n) {

10

11 # rovnom ěrn é rozd ělen ı́

12 x<-runif(n,0,1)

13

14 # dal š ı́ zp ů soby generov ánı́ relizac ı́ ná hodn ých veli čin jsou

15 # zakomentovan é (lze je jednodu še aktivovat smaz ánı́m znaku ’#’ před nimi)

16 # norm áln ı́ rozd ělen ı́

17 #x<-rnorm(n,0,1)

18

19 # házen ı́ minc ı́ ( alternativn ı́ rozd ělen ı́)

20 #x<-rbinom(n,1,.5)

21

22 # troj úheln ı́kov é rozd ělen ı́

23 #x<-runif(n,0,1)+runif(n,0,1)

24

25 # bimod áln ı́ rozd ělen ı́

26 #x<-rnorm(n,.75 -.5*(runif(n,0,1) <.5) ,.1)

27

28 return(x)

29 }

30

31 # Funkce generuj ı́cı́ ’m’ náhodn ých vektor ů délky ’n’ a vykresluj ı́cı́ histogram

32 # jejich pr ůměrů spolu s prolo žen ým odhadem hustoty pravd ě podobnosti

33 # norm áln ı́ho rozd ělen ı́ s parametry odhadnut ými z dat.

34 # Parametry:

35 # m - po čet vektor ů

36 # n - délka jednoho vektoru

37 clv <-function(m,n,titulek) {

38 # alokujeme matici typu ’m x n’, v ’m’ ř ádc ı́ch vektory ’n’ realizac ı́ náh. veli činy

39 x<-matrix(NA ,m,n)

40 for (i in 1:m) {

41 x[i,]<-g(n)

42 }

43 x<-colMeans(x)

44 # histogram

45 hist(x, probability=TRUE , breaks =50, col=’gray’, ylab=’hustota ’,main=titulek ,xlim=

c(-.1 ,1.1))

46 # prolo ž ı́me hustotu pravd ě podobnosti norm áln ı́ho rozd ělen ı́

47 ax<-seq(from=min(x), to=max(x), length =100) # body na ose x

48 ay<-dnorm(ax , mean(x), sd(x))

49 lines(ax, ay, col=’red’)

50 }

51

52 # po čet vektor ů

53 m<-100

54 # délka jednoho vektoru

55 n<-10000

56

57 options(scipen =5) # č ı́ sla chceme vypisovat ve fixn ı́ notaci

58

59 # vykresl ı́me 3x2 obr ázk ů

60 opar <-par(mfrow=c(3,2))

61 clv(1,n,paste(n,’realizac ı́ n.v.’))

62 clv(2,n,paste(n,’pr ůměrů realizac ı́ 2 n.v.’))

63 clv(3,n,paste(n,’pr ůměrů realizac ı́ 3 n.v.’))

64 clv(5,n,paste(n,’pr ůměrů realizac ı́ 5 n.v.’))

65 clv(20,n,paste(n,’pr ůměrů realizac ı́ 20 n.v.’))

66 clv(m,n,paste(n,’pr ůměrů realizac ı́’,m,’n.v.’))

67 par(opar)
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Obr. 2: Ilustrace centrálńı limitńı věty. Histogramy ukazuj́ı rozděleńı výběr̊u 10.000 náhodných
veličin definovaných jako součet n nezávislých realizaćı náhodné veličiny z rovnoměrného rozděleńı
R(0, 1). Pro n = 1 dostáváme přibližně rovnoměrné rozděleńı, pro n = 2 přibližně trojúhelńıkové
rozděleńı, a pro n ≥ 5 už v obrázku nerozeznáme, jak se empirické rozděleńı lǐśı od normálńıho,
které je pro srovnáńı zobrazeno jako červená křivka, jej́ıž parametry byly z jednotlivých výběr̊u
vypočteny momentovou metodou.

1.17 Čebyševova nerovnost

To, jak daleko od středńı hodnoty se mohou nacházet hodnoty náhodné veličiny, omezuje následuj́ıćı
pozoruhodná Čebyševova nerovnost:

p(|X − EX| ≥ ε) ≤ varX

ε2
(17)

Tato nerovnost je zaj́ımavá t́ım, že plat́ı pro všechny náhodné veličiny (bez ohledu na rozděleńı).
Zaujmout však může i eleganćı a krátkost́ı svého d̊ukazu (my ji zde však dokážeme jen pro diskrétńı
rozděleńı):
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varX = E(X − EX)2

=
∑
i

(Xi − EX)2pi

≥
∑

i:|Xi−EX|≥ε

(Xi − EX)2pi

≥
∑

i:|Xi−EX|≥ε

ε2pi

= ε2
∑

i:|Xi−EX|≥ε

pi

= ε2p(|Xi − EX| ≥ ε)

a tedy

p(|X − EX| ≥ ε) ≤ varX

ε2

Př́ıklad: Demonstrovat śılu Čebyševovy nerovnosti ve srovnáńı s t́ım, co o sobě ř́ıká normálńı
rozděleńı.

X ∼ N(0, 1).

1. Jaká je p(|X| ≥ 0)?

2. Jaká je p(|X| ≥ 1)?

3. Jaká je p(|X| ≥ 2)?

4. Jaká je p(|X| ≥ 3)?

Očekáváme, že dodatečná informace v podobě přesné znalosti rozděleńı náhodné veličiny nám
přinese přesněǰśı výsledky.

Řešeńı:
Uvažme, že EX = 0.

1. p(|X| ≥ 0): Z Čebyševovy nerovnosti dostáváme

p(|X| ≥ 0) = p(|X − EX| ≥ 0) ≤ varX

02
=

1

0

a z distribučńı funkce

p(|X| ≥ 0) = p(|X − EX| ≥ 0)

= 2p(X − EX > 0)

= 2p(X > 0)

= 2(1− p(X ≤ 0))

= 2(1− Φ(0))

= 2(1− 0, 5)

= 1.

Tedy Čebyševova nerovnost vlastně o hledané pravděpodobnosti nepřináš́ı žádnou novou in-
formaci: ř́ıká, že pravděpodobnost je nanejvýš nekonečná, což jsme věděli už dř́ıve. Znalost
rozděleńı naproti tomu dává zcela přesnou odpověd’: p(|X| ≥ 0) = 1.

20



2. p(|X| ≥ 1):

p(|X| ≥ 1) = p(|X − EX| ≥ 1) ≤ varX

12
=

1

1
= 1

a z distribučńı funkce

p(|X| ≥ 1) = p(|X − EX| ≥ 1)

= 2p(X − EX ≥ 1)

= 2p(X ≥ 1)

= 2(1− Φ(1))

≈ 2(1− 0, 84134)

= 0, 31732.

3. p(X ≥ 2):

p(|X| ≥ 2) = p(|X − EX| ≥ 2) ≤ varX

22
=

1

4
= 0, 25

a z distribučńı funkce

p(|X| ≥ 2) = p(|X − EX| ≥ 2)

= 2p(X − EX > 2)

. . .

= 0, 04550.

4. p(|X| ≥ 3):

p(|X| ≥ 3) = p(|X − EX| ≥ 3) ≤ varX

32
=

1

9
= 0, 111 . . .

a z distribučńı funkce

p(|X| ≥ 3) = p(|X − EX| ≥ 3)

= 2p(X − EX > 3)

. . .

= 0, 00270.

Na co tedy Čebyševova nerovnost je, když distribučńı funkce nám dává mnohem v́ıce a přesněǰśıch
výsledk̊u?
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2 Odhady parametr̊u.

2.1 Odhad, druhy odhad̊u, vychýleńı a rozptyl odhadu, konzistentńı odhad

Př́ıklad: Střelba na terč:

Obr. 3: Ilustrace vlastnost́ı odhad̊u (dvourozměrného) parametru. Odhady jsou znázorněny jako
zásahy do terče. Skutečná hodnota parametru odpov́ıdá středu terče, do něhož se jednotlivé odhady
snaž́ı v́ıce či méně úspěšně

”
strefit“. A: nevychýlené odhady s velkým rozptylem, B: vychýlené

odhady s velkým rozptylem, C: nevychýlené odhady s malým rozptylem, D: vychýlené odhady
s malým rozptylem.

2.2 Rozklad středńı kvadratické chyby odhadu na systematickou chybu
(vychýleńı) a rozptyl

θ - skutečná (neznámá) hodnota parametru, Ti - odhady parametr̊u, ET - středńı hodnota odhad̊u
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E(T − θ)2 = E(T − ET + ET − θ)2

= E[(T − ET )2 + 2(T − ET )(ET − θ) + (ET − θ)2]

= E(T − ET )2 + 2E(T − ET ) (ET − θ)︸ ︷︷ ︸
konstanta

+E (ET − θ)2︸ ︷︷ ︸
konstanta

= E(T − ET )2 + 2(ET − θ)E(T − ET )︸ ︷︷ ︸
=0

+(ET − θ)2

= varT + (ET − θ)2

tedy středńı kvadratická chyba je součtem rozptylu odhadu a čtverce vychýleńı.

2.3 Metoda moment̊u

Př́ıklad: Při vykopávkách bylo odhaleno několik kost́ı dinosaura. Archeologové maj́ı představu
o proporćıch dinosaura a chtěj́ı na základě nálezu restaurovat jeho celkovou velikost.

Řešeńı: Vźıt jednu nebo v́ıce kost́ı, nějak chodně je charakterizovat (tj. spoč́ıtat nějakou funkci
realizaćı náhodných veličin) a dát je do souvislosti s teoretickým modelem dinosaura (teoretickými
protěǰsky odpov́ıdaj́ıćıch funkćı, např. pr̊uměrná velikost atd.).

Je lepš́ı vźıt málo, nebo v́ıce kost́ı? (Vı́ce - proto se výběr charakterizuje momenty, které stavěj́ı
nad hodnotami všech pozorováńı, a ne třeba nad kvantily (které zohledňuj́ı uspořádáńı, ale ne př́ımo
hodnoty všech jednotlivých realizaćı).)

Př́ıklad: Odhad parametr̊u N(µ, σ2).

2.4 Metoda maximálńı věrohodnosti

Věrohodnostńı funkce (jako funkce parametr̊u a dat).

Př́ıklad: Nekuřák a nedopalek. Potkáme známého, o němž v́ıme, že je nekuřák. Pod ńım však
lež́ı nedopalek. Co si pomysĺıme - že jej zahodil on, nebo někdo jiný, kdo na daném mı́stě byl před
ńım?

Věrohodnostńı funkce L(p;x) jako funkce dat x =
”

známý (ne)odhodil nedopalek“ za daných
(pevných) parametr̊u p =

”
známý je nekuřák“:

• L(p = známý je nekuřák; x = známý odhodil nedopalek) je ńızká,

• L(p = známý je nekuřák; x = známý neodhodil nedopalek) je vysoká.

Z hodnot věrohodnostńı funkce vyhodnocené pro r̊uzná data (
”

osoba odhodila nedopalek“,
”

osoba
neodhodila nedopalek“) za pevných parametr̊u (

”
osoba je nekuřák“) usoud́ıme, že věrohodněǰśım

vysvětleńım pozorované skutečnosti je, že nedopalek neodhodil náš známý-nekuřák, ale že nedopalek
byl na zemi jǐz dř́ıve.

Př́ıklad: Kuřák a nedopalek. Na rohu ulice vid́ıme stát člověka, o němž nev́ıme, zda kouř́ı,
nebo nekouř́ı. Pod ńım však lež́ı nedopalek. Co si o tom člověku pomysĺıme - že sṕı̌se kouř́ı, nebo
nekouř́ı?

Věrohodnostńı funkce L(p;x) jako funkce neznámých parametr̊u p (
”

osoba je kuřák“ nebo
”

osoba
je nekuřák“) za daných dat (x =

”
pod osobou je nedopalek“):

• L(p = osoba je nekuřák; x = pod osobou je nedopalek),

• L(p = osoba je kuřák; x = pod osobou je nedopalek).

Hledáme takovou hodnotu parametru p, která maximalizuje věrohodnostńı funkci L(p;x). Takovou
hodnotu parametru p pak prohláśıme za maximálně věrohodný odhad parametru p. (V našem př́ıpadě
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bude asi věrohodněǰśım vysvětleńım to, že osoba je kuřák, který odhodil nedopalek. Pokud bychom
však měli vážný d̊uvod domńıvat se, že nedopalek byl na chodńıku jǐz dř́ıve, byla by věrohodnost obou
výše uvedených př́ıpad̊u stejná a maximálně věrohodný odhad by tak nebyl jednoznačně určen.)

2.5 Př́ıklady na metodu maximálńı věrohodnosti a momentovou metodu

Př́ıklad: Z jediné realizace x1 náhodné veličiny X, o ńıž v́ıte, že pocháźı z normálńıho rozděleńı
N(µ, 1), odhadněte parametr µ momentovou metodou a metodou maximálńı věrohodnosti.

1. Budou odhady nestranné?

2. Jaké budou mı́t rozptyly?

3. Budou konzistentńı?

Kolik a jakých moment̊u použijete?

Řešeńı:

1. Momentovou metodou: Stač́ı jediný moment: EX = µ odhadneme pomoćı x1: µ̂ = mX =
1
1

∑1
i=1 xi = x1. Odhad µ̂ = x1 je nestranný, protože EX1 = µ. (Všimněte si, že v posledńım

výrazu vystupuje nikoli realizace x1, ale náhodná veličina X1 - pouze z ńı má totiž smysl
poč́ıtat středńı hodnotu, protože nás zaj́ımá, jak se odhad bude chovat pro r̊uzné realizace,
nikoli pro jednu jedinou realizaci x1.)

Metodou maximálńı věrohodnosti: věrohodnostńı funkce je

L(µ, σ2; x1) = fX(x1|µ, σ2) =
1√

2πσ2
e−

(x1−µ)
2

2σ2 ,

a my bychom ji chtěli maximalizovat vzhledem k hledaným parametr̊um (tj. maximalizovat
věrohodnost za daných dat a źıskat hledané neznámé parametry). Protože hledat extrém
věrohodnostńı funkce neńı jednoduché, zjednoduš́ıme situaci t́ım, že mı́sto věrohodnostńı
funkce budeme maximalizovat jej́ı logaritmus (protože logaritmus je ryze monotónńı, bod,
v němž nabývá věrohodnostńı funkce maximum, je přesně týž, jako bod, v němž nabývá
maxima logaritmovaná věrohodnostńı funkce).

Logaritmická věrohodnostńı funkce je

l(µ, σ2;x1) = −1

2
ln(2π)− 1

2
ln(σ2)− (x1 − µ)2

2σ2
. (18)

Jej́ı extrém budeme hledat tak, že polož́ıme jej́ı derivaci rovnu 0. Protože se jedná o funkci dvou
proměnných, mohli bychom postupně derivovat podle jej́ıch jednotlivých parametr̊u. Nám
bude pro tentokrát stačit nalézt hodnotu parametru µ. Tu nalezneme, polož́ıme-li parciálńı
derivaci podle µ rovnu 0:

∂l(µ, σ2;x1)

∂µ
= −2(x1 − µ)(−1)

2σ2
=

(x1 − µ)

σ2
= 0

a tedy

µ̂ = x1

2. Rozptyl odhadu: varµ̂ = varX = σ2.

3. Budou odhady konzistentńı? Nelze př́ımo určit, protože ke konzistenci bychom potřebovali
vysledovat chováńı odhad̊u pro zvětšuj́ıćı se velikosti výběr̊u, ale my máme k dispozici pouze
jediné pozorováńı.
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Př́ıklad: Ze dvou realizaćı x1, x2 náhodné veličiny X, o ńıž v́ıte, že pocháźı z normálńıho
rozděleńı N(µ, 1), odhadněte parametr µ momentovou metodou a metodou maximálńı věrohodnosti.

Řešeńı:

1. Momentovou metodou: Opět stač́ı jediný moment: EX = µ odhadneme pomoćı prvńıho
výběrového momentu: µ̂ = mX = 1

2

∑2
i=1 xi = x1+x2

2 . Odhad µ̂ je nestranný, protože

EX1+X2

2 = EX1+EX2

2 = µ+µ
2 = µ.

Metodou maximálńı věrohodnosti: věrohodnostńı funkce je

L(µ, σ2;x1, x2) =

2∏
i=1

fX(xi|µ, σ2) =

2∏
i=1

1√
2πσ2

e−
(xi−µ)

2

2σ2

potom logaritmická věrohodnostńı funkce je

l(µ, σ2;x1, x2) =

2∑
i=1

(
− 1

2
ln(2π)− 1

2
ln(σ2)− (xi − µ)2

2σ2

)
= −2

2
ln(2π)− 2

2
ln(σ2)−

2∑
i=1

(xi − µ)2

2σ2

a hodnotu parametru µ nalezneme, polož́ıme-li parciálńı derivaci podle µ rovnu 0:

∂l(µ, σ2;x1, x2)

∂µ
=

2∑
i=1

2(xi − µ)(−1)

2σ2
=

2∑
i=1

(xi − µ)

σ2
= 0

µ̂ =

∑2
i=1 xi
2

= x̄

2. Rozptyl odhadu: varµ̂ = varX1+X2

2 = varX1+varX2

4 = σ2+σ2

4 = σ2

2 . Tedy tento odhad bude
mı́t rozptyl polovičńı ve srovnáńı s odhadem poř́ızeným z jediné realizace.

3. Budou odhady konzistentńı? Nelze př́ımo určit, protože ke konzistenci bychom potřebovali
vysledovat chováńı odhad̊u pro zvětšuj́ıćı se velikosti výběr̊u, ale my máme k dispozici pouze
dvě pozorováńı.

Př́ıklad: (Pokračováńı přechoźıho př́ıkladu.) Co kdybyste pro odhad parametr použili pouze
posledńı realizaci x2?

• Jak se změńı odhady?

• Budou lepš́ı, než minulé odhady?

• Budou nestranné?

• Jaké budou mı́t rozptyly?

• Budou konzistentńı?

Řešeńı: Dostali bychom stejný odhad jako v př́ıpadě, že máme jedinou realizaci. Odhad
středńı hodnoty bude nestranný, ale ve srovnáńı s odhadem založeným na dvou realizaćıch bude
mı́t dvojnásobný rozptyl.

Př́ıklad: (Pokračováńı přechoźıho př́ıkladu.) Co kdybyste pro odhad parametr̊u použili větš́ı z
realizaćı, tj. max(x1, x2)? Jak se změńı odhady?

Řešeńı: Odhad tentokrát nebude nestranný - t́ım, že za odhad bereme větš́ı ze dvou realizaćı,
středńı hodnota takového odhadu bude větš́ı, než středńı hodnota samotné realizace.
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Př́ıklad: Z jediné realizace x1 náhodné veličiny X o ńıž v́ıte, že pocháźı z normálńıho rozděleńı
N(µ, σ2), odhadněte parametry µ a σ2 momentovou metodou a metodou maximálńı věrohodnosti.

Řešeńı:
Momentovou metodou oba parametry z jediné relizace odhadnout nelze.
Metodou maximálńı věrohodnosti: parametr µ odhadneme hodnotou dané relizace x1 (viz výše).

Parametr σ2 odhadneme maximalizaćı logaritmické věrohodnostńı funkce (18) vzhledem k σ2,
hledáme tedy extrém l(µ, σ2;x1) vzhledem k σ2, tedy parciálńı derivaci l(µ, σ2;x1) podle σ2 polož́ıme
rovnu nule:

∂l(µ, σ2;x1)

∂σ2
= −1

2

1

σ2
+

(x1 − µ)2

2(σ2)2
= 0

a po úpravě (vynásobeńı 2(σ2)2)

σ2 = (x1 − µ)2

a vzhledem k tomu, že µ̂ = x1,

σ2 = (x1 − x1)2 = 0.

Vid́ıme, že věrohodnost se maximalizuje pro σ̂2 = 0, tedy pro degenerované (singulárńı) rozděleńı
s nulovým rozptylem, v němž je všechna hustota soustředěna v jediném bodu x1.

Souvislost s uv́ıznut́ım E-M algoritmu v lokálńım minimu odpov́ıdaj́ıćım singulárńım variančńım
matićım.

Př́ıklad: Odhad parametr̊u N(µ, σ2) z v́ıce realizaćı.

Řešeńı: viz přednáška

Př́ıklad: Odhad parametr̊u alternativńıho rozděleńı Alt(p) z realizaćı 0, 0, 1.

Řešeńı: Alternativńıho rozděleńı je popsáno pravděpodobnostmi

fAlt(X = 1) = p

a
fAlt(X = 0) = 1− p,

kde p je pravděpodobnost úspěchu (jevu 1).
Věrohodnostńı funkce pak je součin pravděpodobnost́ı jednotlivých realizaćı za dané hodnoty

parametru p:

L(p; {0, 0, 1}) =

3∏
i=1

fAlt(xi|p)

= (1− p) · (1− p) · p
= (1− p)2p.

Tuto funkci bychom mohli již př́ımo maximalizovat (to by vedlo ke kvadratické rovnici), nebo
můžeme podobně jako dř́ıve tuto funkci logaritmovat a úlohu si zjednodušit.

Logaritmická věrohodnostńı funkce pak je

l(p; {0, 0, 1}) = 2ln(1− p) + ln(p)

a jej́ı derivace podle p polož́ıme rovnu 0:
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l({0, 0, 1}, p)
∂p

= 2
−1

1− p
+

1

p
= 0

a po úpravě (vynásobeńı p(1− p))

2p̂ = (1− p̂)
3p̂ = 1

p̂ =
1

3

Odhadem parametru p metodou max. věrohodnosti je tedy p̂ = 1/3.

Poznámka: ke stejnému výsledku by vedlo i to, pokud bychom daný počet jedniček ve sledu tř́ı
nezávislých realizaćı náhodné alternativńı veličiny považovali za jedinou realizaci náhodné veličiny
maj́ıćı binomické rozděleńı. Věrohodnostńı funkce by pak byla

L(p; {0, 0, 1}) =

(
3

1

)
p(1− p)2,

což by vedlo ke stejnému výsledku.

Př́ıklad: Háźıme minćı, u ńıž se obáváme, že je falešná: panna údajně padá 2x častěji než
orel. Spočtěte věrohodnost tohoto tvrzeńı na základě pozorováńı, že padl 2x orel. Spočtěte rovněž
věrohodnost pozorovaných dat pro př́ıpad, že mince neńı falešná. Dále z dat odhadněte pravděpodobnost,
že padá panna, metodou maximálńı věrohodnosti a momentovou metodou.

Řešeńı: Náhodný jev modelujeme alternativńım rozděleńım s parametrem p vyjadřuj́ıćım
pravděpodobnost, že padne panna. Pak věrohodnost pozorovaného sledu dvou orl̊u je:

L(p;x) = L(p; {0, 0}) = (1− p)2.

Pro očekávanou falešnou minci, kde p = 2
3 dostáváme L( 2

3 ; {0, 0}) = 1
9 . Pro férovou minci, kde

p = 1
2 dostáváme L( 1

2 ; {0, 0}) = 1
4 . Věrohodněǰśı tedy je, že mince je férová.

Odhad p metodou maximálńı věrohodnosti: věrohodnost L(p;x) = L(p; {0, 0}) = (1 − p)2 se
maximalizuje pro p̂ = 0.

Odhad p momentovou metodou: Prvńı obecný (necentrálńı) moment alternativńıho rozděleńı

M
′

1 = EX = p

polož́ıme roven odpov́ıdaj́ıćımu výběrovému obecnému momentu m
′

1 = x̄, tedy:

p = M
′

1 = m
′

1 = x̄

a odtud př́ımo dostáváme odhad p̂:
p̂ = x̄ = 0.

Oba odhady si jsou tedy rovny.

Př́ıklad: Metodou maximálńı věrohodnosti a momentovou metodou odhadněte na základě
pozorovaných x1, . . . , xn neznámý parametr λ Poissonova rozděleńı:

P (X = k) =
λke−λ

k!
.

Řešeńı:
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Metodou maximálńı věrohodnosti:

L(λ; {x1, . . . , xn}) =

n∏
i=1

λxie−λ

xi!

`(λ; {x1, . . . , xn}) =

n∑
i=1

(xi lnλ− λ− lnxi!)

`(λ; {x1, . . . , xn}) = lnλ

n∑
i=1

xi − nλ−
n∑
i=1

lnxi!

∂`(λ; {x1, . . . , xn})
∂λ

=
1

λ

n∑
i=1

xi − n = 0

λ̂ =
1

n

n∑
i=1

xi.

Momentovou metodou: Prvńı obecný moment Poissonova rozděleńı

M
′

1 = EX = λ

polož́ıme roven odpov́ıdaj́ıćımu výběrovému obecnému momentu m
′

1 = x̄, tedy:

λ = M
′

1 = m
′

1 = x̄

a odtud př́ımo dostáváme odhad
λ̂ = x̄.

Oba odhady si jsou tedy rovny.

Př́ıklad: Metodou maximálńı věrohodnosti a momentovou metodou odhadněte na základě
pozorovaných x1, . . . , xm neznámý parametr p binomického rozděleńı Bi(n = 10, p):

P (X = k) =

(
n

k

)
pk(1− p)n−k.

Řešeńı: Metodou maximálńı věrohodnosti:

L(p; {x1, . . . , xm}) =

m∏
i=1

(
n

xi

)
pxi(1− p)n−xi

`(p; {x1, . . . , xm}) =

m∑
i=1

(
ln

(
n

xi

)
+ xi ln p+ (n− xi) ln(1− p)

)
∂`(p; {x1, . . . , xm})

∂p
=

∑m
i=1 xi
p

+

∑m
i=1(n− xi)

1− p
∂`(p; {x1, . . . , xm})

∂p
=

∑m
i=1 xi
p

+
mn−

∑m
i=1 xi

1− p
= 0

m∑
i=1

xi − p
m∑
i=1

xi = mnp− p
m∑
i=1

xi

m∑
i=1

xi = mnp

p̂ =

∑m
i=1 xi
mn

Momentovou metodou: Prvńı obecný moment binomického rozděleńı

M
′

1 = EX = np
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polož́ıme roven odpov́ıdaj́ıćımu výběrovému obecnému momentu m
′

1 = x̄, tedy:

np = M
′

1 = m
′

1 = x̄ =

∑m
i=1 xi
m

a odtud př́ımo dostáváme odhad

p̂ =
x̄

n
=

∑m
i=1 xi
mn

Oba odhady si jsou tedy opět rovny.

Př́ıklad: Metodou maximálńı věrohodnosti a momentovou metodou odhadněte na základě
pozorovaných x1, . . . , xn neznámé parametry a, b rovnoměrného rozděleńı R(a, b) na intervalu [a, b]).

Řešeńı: Metodou maximálńı věrohodnosti:

L(a, b; {x1, . . . , xn}) =

n∏
i=1

1

b− a
=

(
1

b− a

)n
`(a, b; {x1, . . . , xn}) = n ln

1

b− a
= −n ln(b− a).

Tato věrohodnost se maximalizuje pro co nejmenš́ı b− a. Ovšem b− a muśı být natolik veliké, aby
interval [a, b] pokryl všechna pozorováńı xi. Tedy vycháźı, že

â = minni=1xi

b̂ = maxni=1xi

Momentovou metodou: Prvńı obecný moment rovnoměrného rozděleńı

M
′

1 = EX =
a+ b

2

polož́ıme roven odpov́ıdaj́ıćımu výběrovému obecnému momentu m
′

1 =
∑n
i=1 xi = x̄, tedy:

a+ b

2
= M

′

1 = m
′

1 = x̄.

a dostáváme
â+ b

2
= x̄.

Vı́me (nebo vypoč́ıtáme), že druhý obecný moment rovnoměrného rozděleńı je

M
′

2 = EX2 = E(X−EX)2 +(EX)2 = varX+(EX)2 =
(b− a)2

12
+(M

′

1)2 =
(b− a)2

12
+

(
a+ b

2

)2

.

a po dosazeńı z předešlé rovnice tedy

M
′

2 =
(b− a)2

12
+ (x̄)2.

Přitom varX se spoč́ıtá př́ımo z definice jako:

varX = E(X − EX)2 =

∫ ∞
−∞

f(x)(x− EX)2dx =

∫ b

a

f(x)(x− EX)2dx =

∫ b

a

1

b− a

(
x− a+ b

2

)2

dx

h= b−a
2 , y=x− a+b2=

∫ h

−h

1

2h
y2dy =

1

2h

[
y3

3

]h
−h

=
1

2h

[
h3

3
− (−h)3

3

]
=

1

2h

[
2h3

3

]
=
h2

3
=

(b− a)2

12
.

29



Druhý obecný moment rovnoměrného rozděleńı pak polož́ıme roven odpov́ıdaj́ıćımu výběrovému
obecnému momentu m

′

2 =
∑n
i=1 x

2
i , tedy:

(b− a)2

12
+ (x̄)2 =

n∑
i=1

x2
i

b̂− a =

√√√√12

(
n∑
i=1

x2
i − (x̄)2

)

V tomto př́ıpadě se tedy odhady momentovou metodou a metodou maximálńı věrohodnosti lǐśı.

2.6 Intervalové odhady

Př́ıklad: Odhadněte co nejpřesněji glykémii (koncentraci glukózy v krvi [mmol/l]) u určité skupiny
pacient̊u s těžkou cukrovkou. Vı́me, že u zdravých lid́ı jsou hodnoty glykemie typicky v rozmeźı cca
3 − 6mmol/l, ale u pacient̊u lze očekávat mnohem vyšš́ı hodnoty. Lékaři odhaduj́ı, že směrodatná
odchylka naměřených hodnot koncentrace glukózy u sledovaných pacient̊u je s = 4mmol/l. Nav́ıc
prozat́ım máme k dispozici pouze jediné měřeńı: x1 = 11, 3mmol/l.

1. Vhodným zp̊usobem graficky znázorněte rozložeńı pravděpodobnosti náhodné veličiny
”
glykemie“

- načtrtněte hustotu.

2. Naznačte oblast A, pro kterou P (X ∈ A) = 95%. Je oblast symetrická? Lze naj́ıt jinou takovou
oblast? Interpretujte danou oblast. Ověřte, že jste oblast našli správně pomoćı numerické
simulace.

3. Zkonstruujte 95% interval spolehlivosti pro středńı hodnotu glykemie. Interpretujte daný in-
terval. Přesnost je malá – jak to zlepšit?

Řešeńı: Dobrým modelem pro rozděleńı pravděpodobnosti hodnot glykémie u sledovaných pa-
cient̊u může být normálńı rozděleńı, protože na základě centrálńı limitńı věty v́ıme, že pokud sle-
dovanou veličinu ovlivňuje podobným zp̊usobem v́ıce nezávislých faktor̊u, které se navzájem kom-
binuj́ı, výsledkem je (při velkém počtu faktor̊u) normálńı rozděleńı. (Pokud totiž např. každý z
faktor̊u může nezávisle na ostatńıch bud’ zvyšovat nebo snižovat sledovanou hodnotu (a zvýšeńı
i sńıžeńı je stejně pravděpodobné), nejpravděpodobněǰśı situace je taková, že polovina faktor̊u
p̊usob́ı negativně a polovina pozitivně. Situace, že by např. všechny faktory p̊usobily sńıžeńı, je
velmi nepravděpodobná.)

Oblast A je definována jako interval (qd, qh), kde FX(qh)− FX(ql) = 0, 95.
Oblasti mohou být r̊uzné, typicky však budeme mluvit o symetrické oblasti (pro oboustrannou

alternativu, tj. když chyby na obou stranách jsou stejně d̊uležité či očekávatelné).
Interpretace oblasti A: při opakovaných náhodných výběrech budou realizace náhodné veličiny

glykémie ležet v oblasti A v 95% př́ıpad̊u. V tomto pohledu je tedy pravděpodobnost, že daná
náhodná veličina nabývá hodnoty z daného intervalu, rovna 95%. Viz obr. 4.

Podobně lze konstruovat oblast, v ńıž se budou často nacházet pr̊uměry náhodných výběr̊u o
dané velikosti (viz obr. 4).

Inteval spolehlivosti pro středńı hodnotu naproti tomu bude definován kolem výběrového pr̊uměru
a bude roven (X̄ + σ√

n
Φ−1(α2 ), X̄ + σ√

n
Φ−1(1− α

2 )).

Př́ıklad: (Pokračováńı.) Na daľśı sch̊uzce jste seznámeni s požadavkem naměřit glykémii
s danou přesnost́ı – s přesnost́ı na 1 desetinné mı́sto. Kolik pacient̊u budeme muset vyšetřit?

Řešeńı: Tento požadavek nelze splnit. Co totiž znamená požadavek “naměřit glykémii s přesnost́ı
na 1 desetinné mı́sto”? Patrně znamená, že chceme, aby naměřená hodnota glykémie včetně nepřesnosti
v jej́ım odhadu (tedy jej́ı interval spolehlivosti) ležel(a) v intervalu, jehož oba konce budou zaokrouh-
leny na stejné č́ıslo. Protože však interval spolehlivosti konstruovaný kolem výběrového pr̊uměru má
pro konečné výběry nenulovou š́ı̌rku, a protože výběrový pr̊uměr může ležet velmi bĺızko hranice,
kde se láme zaokrouhlováńı, nelze obecně (dopředu) zaručit, že by se konce intervalu spolehlivosti
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