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percepton - Lineárńı forma klasifikátoru

� Předpokládejme binárńı klasifikačńı problém S = {s1, s2},~x je n-dimenzionálńı p̌ŕıznak

� Odhadujeme ~b, c p̌ŕımo ze zadaného vzorku D = {(~x1, y1), (~x2, y2) . . . (~xm, ym)}.

� Požadujeme
(
~bt~xi + c

)
> 0 pokud yi = s1 a

(
~bt~xi + c

)
< 0 jinak.

� Totéž, jako požadovat
(
~bt~zi + c

)
> 0 pro všechna zi, kde zi = xi pokud yi = s1 a zi = −xi

jinak.

� Formálně, necht’ z0i = 1 ∀i a ~w = [~b, c] (p̌ridejme c jako posledńı složku ~w).

� Nyńı můžeme jednoduše psát g(~z) = ~wt~z a požadovat ~wt~zi > 0 pro všechna zi .

� Necht’

J(~w) =
∑
~zi∈M

−~wt~zi

kde M je množina všech nesprávně klasifikovaných ~zi.



Perceptron

� J(~b, c) je vždy nezáporná.

� Pokud J(~w) = 0, tak všechny p̌ŕıklady v D jsou správně klasifikovány a D je lineárně
separabilńı. Chceme naj́ıt minimum J(~w).

� J(~w) je po částech lineárńı. Pro hledáńı minima lze použ́ıt gradientńıho algoritmu.

� Gradientńı algoritmus: p̌ribližuj se k minimu pomoćı malých diskrétńıch krork̊u v <n+1 ve

směru proti gradientu J(~w).

∇(J(~w)) =
(
∂J(~w)

∂w1
,
∂J(~w)

∂w2
, . . .

∂J(~w)

∂wn+1

)
=
∑
zi∈M

−~z

� Perceptronový gradientńı algoritmus:

1. k = 0. Zvol náhodně ~w.

2. k ← k + 1

3. ~w ← ~w + η(k)
∑

zi∈Mk
~z

4. pokud |
∑

zi∈Mk
~z| > θ jdi na 2

5. vrat’ ~w

� η - rychlost učeńı, θ - mez p̌rijatelné chyby.
Př́ıklad pro ~w ∈ <2, J(~w) na svislé ose.



Percepton II

� Sjednoceńı terminologie se cvičeńım - rozš́ı̌reńı na K ťŕıd

� grafické znázorněńı rozhodovaćı hranice (změna symbol̊u)

− y(~x) = ~wt~x + w0, y( ~xa) = y(~xb)

− ~xa a ~xb lež́ı na rozhodovaćı hranici, tedy ~wt( ~xa − ~xb) = 0)

− w je ortonormálńı na rozhodovaćı hranici, ω0(b) je posunut́ı [Bishop]



Percepton - grafické znázorněńı učeńı

� grafické znázorněńı [Bishop]



Perceptron: lineárńı diskriminace

� Perceptron je využ́ıván obecně pro úlohy lineárńı kla-

sifikace, nejen za p̌redpokladu normálně rozdělených

p̌ŕıznak̊u.

� Je-li zadaný vzorek dvou ťŕıd lineárně separabilńı, per-

ceptronový algoritmus skonč́ı v konečném čase s nulovou

chybou (pro θ = 0 a dostatečně malé η(k)).

� Vzorek lineárně neseparabilńı v <n může být separabilńı

po transformaci do <n′ n′ > n. Nap̌r. pro ~x ∈ <n,

T (~x) =

[x(1), . . . , x(n)︸ ︷︷ ︸
=~x

, x2(1), x(1)x(2), x(1)x(3), . . . x2(n)]

� Tj. p̌ridány kvadratické členy. Lineárńı diskriminace v

transformovaném prostoru odpov́ıdá nelineárńı (zde kva-

dratické) diskriminaci v původńım prostoru <n.

� Lineárńı diskriminačńı metody, jako je perceptron, mo-

hou být tedy pomoćı tranformace využity i pro hledáńı

nelineárńı diskriminace.

� DEMO - iterace rozhodovaćı hranice ve 2D p̌ŕıpadu

Schema perceptronu

Lineárně neseparabilńı

problém



Percepton - historie

� Frank Rosenblatt - HW realizace perceptonu v roce 1958

� Učeńı jednoduchých ṕısmen a tvar̊u - inspirace neuronovými śıtěmi v mozku

� Světla osvětluj́ı objekt, foceno na pole 20 x 20 cadmium-sulfádových buněk, dostáváme tedy

obrázek o 400 pixelech

� Přepojovaćı deska - možnost r̊uzné konfigurace vstupů

� Adaptivńı váhy - potenciometr ovládáný elektrickým motorem - automatické nastavováńı vah

uč́ıćım algoritmem

� Implementace na poč́ıtač́ı Mark 1 (Hardvard-IBM spolupráce) - 765000 součastek, 16 m dlouhý

2.4 m vysoký, 2 m široký, 3 operace za sekundu, násobeńı trvalo 6 vtěrin



Neuronové śıtě

� Umělá neuronová śıt je distribuovaný výpočetńı

systém sestávaj́ıćı z d́ılč́ıch podsystémů (neu-

ronů), který je inspirován neurofyziologickými

poznatky o struktǔre a činnosti neuronu a ner-

vových systému živých organizmů, a který je ve

veťśı či menš́ı ḿı̌re realizuje.

� Neurony mezi sebou komunikuj́ı na základě

p̌renášeńı elektrického potenciálu pomoćı sy-

napśı

� Schopnost extrahovat a reprezentovat závislosti

v datech, které nejsou žrejmé

� Schopnost učit se, schopnost zevšeobecňovat

� Schopnost rešit silně nelineárńı úlohy



Definice neuronu

� Neuron je základńı výpočetńı jednotkou neuronových śıt́ı

� Vstupy xi jsou váhovány parametry ωi

� net =
∑n

i=1 xiωi + w0 =
∑n

i=0 ~w
t~x

� Zavedeńı nelinearity do neuronové śıtě y = f (net), nejčastěji sigmoid ťrida, nap̌r, tanh či

logistická funkce y = f (net) = 1
1+exp−λ∗net



Fyziologie

� Pionýrská práce barona Edgarda Adriana (Nobelova cena za medićınu v roce 1932)

http://nobelprize.org/nobel_prizes/medicine/laureates/1932/adrian-bio.html#

http://nobelprize.org/nobel_prizes/medicine/laureates/1932/adrian-bio.html#


Tř́ıvstvá neuronová śıt´ (d− nH − c)

� Prvńı vrstva je vstupńı vrstva, akčńı funkce je zde lineárńı, počet neuronů se rovná dimenzi

vstupńıho vektoru, 1 . . . d

� Druhá vrstva je skrytá, libovolný počet neuronů, 1 . . . nH

� Třet́ı vrstva je výstupńı vrstva, počet neuronů je nejčastěji roven počtu ťŕıd, 1 . . . c



Př́ıklad - ťŕıvstvá neuronová śıt´ - řešeńı XOR problému

� 0
⊕

0 = 0, 1
⊕

1 = 0, 1
⊕

0 = 1, 0
⊕

1 = 1

� −1
⊕
−1 = −1, 1

⊕
1 = −1, 1

⊕
−1 = 1, −1

⊕
1 = 1



Řešeńı XOR problému

� rozhodovaćı hranice skrytého neuronu y1

x1 + x2 + 0, 5 = 0

{
≥ 0 if y1 = +1

< 0 if y1 = −1

� rozhodovaćı hranice skrytého neuronu y2

x1 + x2 − 1.5 = 0

{
≥ 0 if y2 = +1

< 0 if y2 = −1

� neuron ve výstupńı vrstvě z

0.7y1 − 0.4y2 − 1 = 0

{
≥ 0 if z = +1

< 0 if z = −1



Aktivace neuronu

� aktivace netj skryté vrstvy netj =
∑d

i=1 xiwji + wj0 =
∑d

i=0 xiwji = ~wj
t~x

� i indexuje neuron ve vstupńı vrstvě, j skrytou vrstvu, wji je váha neuron j ve skryté vrstvě,

který je spojen se vstupńım neuronem i (synapse).

� Výstup neuronu ve skryté vrstvě yj = f (netj)

� XOR problém

f (net) = sgn(net)

{
1 net ≥ 0

−1 net < 0

� funkce f (.) se nazývá aktivačńı funkćı.

� Podobně, aktivačńı funkce netk neuronu ve výstupńı vrstvě je dána jako netk =
∑nH

j=1 yjwkj+

wk0 =
∑nH

j=0 yjwkj = ~wk
t~y

� k indexuje neuron ve výstupńı vrstvě, nH je počet skrytých neuronů

� Výstup neuronu ve výstupńı vrstvě zk = f (netk)

� V p̌ŕıpadě c ťŕıd (výstupů), śıt´poč́ıtá c diskriminačńıch funkćı zk = gk(~x) a klasifikuje vstup

~x podle nejvěťśı diskriminačńı funkce gk(~x) ∀k = 1, . . . c



Vybavováńı śıtě - dop̌redná operace

� Výstup śıtě

gk(~x) = zk = f (

nH∑
j=1

wkjf (

d∑
i=1

wjixi + wj0) + wk0) ∀k = 1 . . . c

� Skrytá vrstva umožnuje realizovat komplikované nelineárńı funkce

� Aktivačńı funkce - v každé vrstvě můžeme ḿıt rozd́ılnou aktivačńı funkci, dokonce každý

neuron může ḿıt svoji vlastńı aktivačńı funkci

� Pro zbytek p̌rednášky p̌redpokládáme, že máme jeden typ aktivačńı funkce

� OTÁZKA: Může ťŕıvrstvá neuronová śıt´ aproximovat jakoukoliv nelineárńı
funkci?

� ODPOVĚD: ANO - d́ıky A.Kolmogorovi
Jákákoliv spojitá funkce může být implementovaná ťŕıvrstvou śıt́ı za p̌redpokladu
dostatečného počtu nH skrytých neuron̊u,vhodných nelinearit a vah w.



Př́ıklad rozhodovaćı hranice

� Porovnáńı 2-vrstvé a 3-vrstvé śıtě



Andrej Kolmogorov

� Již na sťredńı škole sestrojil ”perpetuum mobile”, jeho učitel nep̌ŕı̌sel na použitý trik

� Studoval nejďŕıve historii na Moskevské státńı univerzitě (nastoupi v 17 letech)

� Prvńı vědecký článek publikoval na téma vlastnictv́ı nemovitost́ı v Novgorodu v obdob́ı 15. a

16. stolet́ı

� Nejvěťśı p̌ŕınos v teorii pravděpodobnosti a výpočetńı složitosti



Jak śıt´nauč́ıme ????

� Náš ćıl je nastavit váhy na základě trénovaćıch dat a požadovaného výstupu tk

� Odvod́ıme si metodu zpětného š́ı̌reńı chyby

� Necht´ tk je k skutečný výstup a zk necht´je vypočtený výstup, kde k = 1, . . . , c. Definujeme

chybu jako

J(~w) =
1

2

c∑
k=1

(tk − zk)2 =
1

2
‖ ~t− ~z ‖

� Algoritmus zpětného š́ı̌reńı chyby je založen na gradietńım algorimu (viz percepton). Váhy jsou

náhodně inicializovány a jsou měněny ve směru poklesu chyby

4~w = −η ∂J
∂ ~w

� η je parametr ovlivnuj́ıćı rychlost učeńı - určuje relativńı změnu vah

~w(m + 1) = ~w(m) +4~w

� kde m je m-tý použitý vzor (~xm, tm)



Odvozeńı

� Chyba pro váhy (skrytá-výstupńı)

∂J

∂wkj
=
∂J

∂zk

∂zk
∂netk

∂netk
∂wkj

= δk
∂netk
∂wkj

� Plat́ı netk =
∑nH

j=0 yjwkj = ~wk
t~y, tedy ∂netk

∂wkj
= yj

� kde sensitivita k-tého neuronu je definována jako δk = − ∂J
∂netk

a popisuje, jak se celková chyba

měńı s aktivaćı parametru netk neuronu, ∂zk
∂netk

= f
′
(netk)

δk = −
∂J

∂zk

∂zk
∂netk

= (tk − zk)f
′
(netk)

� Váhy (skrytá-výstupńı) se aktualizuj́ı jako

4wkj = ηδkyj = η(tk − zk)f
′
(netk)yj

� Chyba pro váhy (vstupńı-skrytá)

∂J

∂wji
=
∂J

∂yj

∂yj
∂netj

∂netj
∂wji



� Plat́ı

∂J

∂yj
=

∂

∂yj

[
1

2

c∑
k=1

(tk − zk)2
]
= −

c∑
k=1

(tk − zk)
∂zk
∂yj

=

−
c∑

k=1

(tk − zk)
∂zk
∂netk

∂netk
∂yj

= −
c∑

k=1

(tk − zk)f
′
(netk)wkj

� Plat́ı ∂netk∂yj
= wkj, protože netk =

∑nH
j=0 yjwkj = ~wk

t~y

� Takže ∂J
∂yj

= −
∑c

k=1 δkwkj, protože δk = (tk − zk)f
′
(netk)

� Zavedeme
∂yj
∂netj

= f
′
(netj)

� Zbývá vyč́ıslit
∂netj
∂wji

= xi, protože plat́ı netj =
∑d

i=0 xiwji = ~wj
t~x

� Dosad́ıme a definujeme sensitivitu pro skrytou jednotku. Sensitivita je váhovaný součet výstupńıch

sensitivit, znásoben aktivačńı funkćı skrytého neuronu

∂J

∂wji
=
∂J

∂yj

∂yj
∂netj

∂netj
∂wji

= −
c∑

k=1

δkwkjf
′
(netj)︸ ︷︷ ︸

δj

xi



Proč zpětné š́ı̌reńı chyby (back-propagation)?

� Pravidlo aktualizace vah (vstupńı-skrytá) je

4wji = ηxiδj = η
∑

(wkjδk)f
′
(netj)xi



Pseudo-kód

� pseudokód (inkrementálńı učeńı, stochastické)

− Implementace v Matlabu: Backpropa-

gation Stochastic.m. Použita funkce tanh,

a = 1.716, b = 2
3, aby f

′
(0) ' 1.

f (net) = a tanh(b?net) =
2a

1 + expb?net
− a



Batch učeńı

� Mám n vstupů ~xi , vyjáďŕım celkovou chybu p̌res všechny vzorky jako

J =

n∑
p=1

Jp

� Neńı nutné vyb́ırat vstupy postupně

� Epocha je jedna prezentace všech vstupů, krok 2: r = r + 1



Validace

� Chyba trénovaćı množiny je monotonńı klesaj́ıćı funkce d́ıky gradietńımu algoritmu (klesám ve

směru poklesu chyby)

� Rozděleńı dat na trénovaćı,testovaćı a validačńı množinu. Validaci použ́ıvám jako zastavovaćı

kritérium (prvńı minimum nebo celkové minimum pro konstantńı počet epoch)

� DEMO - Neural Network Toolbox v Matlabu

http://www.mathworks.com/products/neuralnet/

� Data pocházej́ı z UCI Machine Learning Repository

http://mlearn.ics.uci.edu/MLRepository.html

http://www.mathworks.com/products/neuralnet/
http://mlearn.ics.uci.edu/MLRepository.html

