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Co je to shlukovani?

Seskupeni dat do takovych shlukd, ze

podobnost dat . ¢ *"0
o uvnitr shluku je vysoka, R
o z ruznych shlukd je nizka.

Proc nds to zajima? ¢ . *
Hleddme ,pfirozené” seskupeni, které * , ¢ .

« podporuje interpretaci dat, ‘:0 ‘. :

o da se to pouzit pro néco uzitecného.

Dulezité pro nalezeni vnitini struktury dat: Linného systém, Mendélejevova tabulka,
personalizované nabizeni zbozi, segmentace obrazli jako zaklad pro rozpozndavani objekt( ci

definici hranic, ...

Clusty/Yippy (http://www.ibm.com/watson/explorer.html)umozriuje lepsi orientaci ve

vysledcich webového vyhledavace,

, .. Clusty search for ‘pearl’ organizes the top 250-500 results into subject folders such as
Jewelry, Pearl Harbor, Pearl Jam, Steinbeck Novel and Daniel Pearl. Clusty allows users to focus
on the area of interest without all the chaff."



MOTIVACE
Co jsou prirozené shluky z téchto individui?

Shlukovani je chapano jako deskriptivni uloha, jejimz
cilem je charakterizovat takové kategorie individui, které
maji smysl a které umozni |épe chapat pozorovany svét.




Co jsou ,,prirozené” shluky z téchto individui?

Rodina Simpsonu Zamestn. Skoly



Dva pristupy ke tvorbé shluku

Shlukovani rozkladem konstruuje rdzné rozklady mnoziny uvazovanych objektl a z
téch vybira nejvhodnéjsi vzhledem k néjakému kritériu.

Hierarchické shlukovani postupné sdruzuje uvazované objekty podle zvoleného
kritéria (mira podobnosti)

Hierarchické shlukovani Shlukovani rozkladem




Co je to podobnost?

Podobnost je obtizné definovat, ale
lehce ji rozpozname, kdyz ji vidime!

Jedna se o
filosofickou otazku.

Pragmaticka
charakteristika stavi
na definici
vzdalenosti
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Jak definovat miru vzdalenosti?

Funkce D, ktera kazdym 2 uvazovanym objektim
0l a 02 prirazuje realné Cislo D(o1,02 ) tak, aby
pro libovolné objekty A,B a C méla funkce D tyto
vlastnosti

. D(A,B)=D(B, A) symetrie
. DAB)=0iffA=B zajisténi samo-podobnosti
.. O0<D(A,B) pozitivita

Plati-li navic jesté nasledujici vlastnost
. D(A,B)<D(A,C)+D(C,B)trojuhelnikova nerovnost
rikame, ze mira D je metricka mira vzdalenosti



AVAN IV A 4 y 4

Nejcastejsi miry vzdalenosti

Minkowského mira pro objekty popsané atributy s
realnymi hodnotami

Necht objekt je popsan p atributy jako realny vektor.
Uvazujme objekty x= (x1, x2, ..., xp) ay=(y1, y2, ..., yp)

Minkowského metricka vzdalenost je definovana
dix,y)"= ( [x1-y1|"+|x2-y2|"+ ... (|xp-yp|")
Kde n je parametr voleny podle potreb aplikace, napr.:

— Je-lin =1, mluvime o Manhattanské vzdalenosti

— Je-lin =2, jedna se Eucleidovu vzdalenost



AVAN AV A 4 V4

Nejcastejsi miry vzdalenosti

Uvazujme binarni vektory s p atributy, tedy objekty typu x=(x1, x2,
.., xp)ay=(yl, y2, ..., yp), kde x1 az yp maji hodnoty 0 nebo 1.

Kontingencni tabulka | pro vektory xay

q =card {i<p: xi = yi = 1} r =card {i<p: xi =1, yi = 0}
s =card {i<p: xi =0, yi = 1} t=card {i<p: xi = yi = 0}

Mira pro objekty s binarnimi atributy vychazi z kontingencni tabulky.
V pfipadé, Zze obé hodnoty (0 i 1) maji stejnou dulezitost, fikame, zZe
atribut je symetricky, jinak je asymetricky.
— Jsou-li vSechny atributy symetrické, pak
d(x,y )= (r+s) / (g+r+s+t)

— Jsou-li vSechny atributy asymetrické a vysledek 1 je
vyznamnejsi nez 0, pak se nezapocitava shoda v hodnotach O:

d(x,y )= (r+s) / (g+r+s)



AVAN IV A 4 y 4

Nejcastejsi miry vzdalenosti

Necht objekt je popsan jako vektor o p atributech s nominalnimi
hodnotami, tj. hodnoty maji vyCtovy typu (napfr. barvy nebo
jména mést). Uvazujme objekty x= (x1, x2, ..., xp) ay=(y1, y2, ...,
yp), jejichz hodnoty se presné shoduji na m pozicich.

Pak se jako mira pouziva jednoducha shoda d(x,y )= (p-m) / p

Je-li objekt popsan p atributy jako vektor s ordinalnimi hodnotami,
tj. jde o konecny definicni obor, jehoz hodnoty jsou usporadany
(napf. kvalitativni hodnoty ... opatrné u cisel mésict !), pouziva se
mira podobnad jako u redlnych hodnot (pUvodni hodnota je
nejprve transformovana do intervalu [0,1]) .

Pokud riizné atributy maji rtizné typy, mira vzdalenosti vznikne jako
soucet mér po prislusnych typech — pozor na normalizaci!



Dendrogram jako uziteCny nastroj pro kompaktni
zndzornéni vztahU podobnosti ve skupiné

Vzdalenost 2 objektld aabjev
dendrogramu vyjadrena vyskou (=
vzddlenosti od listu ke koreni) nejmensiho
podstromu, ktery obsahuje objekty ai b:
Nejbliz k sobe jsou d a e, blizko k nim je i f.
O trochu dal nez skupina {d,e,f} jsou od
sebe a a b. Vzdalenost mezic a fje vétsi
nez mezi a a b, jesté vzdalenost je vSak
napr. mezibaf.




Jaké vlastnosti by meél mit
algoritmus pro tvorbu shluku?

Skalovatelnost vzhledem k rozsahu dat = polynomialni
(nejlépe linearni) slozitost v narocich na cas i pamét

Nezavislost na poradi vstupu dat
Interpretovatelnost vysledku
Schopnost zvladat Sum a pritomnost , outliers”

Schopnost pracovat s ruznymi typy dat

Schopnost vyuzit omezujici podminky uzivatele
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Hierarchické shlukovani zdola nahoru

Predpokladejme, ze mame
k dispozici miru pro
vzdalenost a udaje pro
vSechny pary, viz
symetricka tabulka




Aglomerativni postup zdola-nahoru:
Simpsonovi-1
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Urcovani vzdalenosti 2 shluku : miral

Vzdalenost shluku (single link) = vzdalenost jejich 2
nejblizsich prvku

P
®e
“o N @ Tato mira pro vzdalenost

L J , . Ve, v ’
e ma tendenci tvorit retizky

° mensich shluku



Urcovani vzdalenosti 2 shlukU: mira2

Vzdalenost shlukl (complete link) = vzdalenost jejich 2
nejvzdalenéjsich prvk

o
o
°o® , ,
o0 o0 Tato mira pro vzdalenost
€ e =9 obvykle tvori pomérné
°® kompaktni shluky



Urcovani vzdalenosti 2 shluku : mira3

Vzdalenost shlukl = primeérnd vzdalenost mezi vSemi prvky
obou shluk

. eV V oo AV AV 4 V4
® * NejcCasteji pouzivana
o ® , ,
X 20 mira pro vzdalenost
20 o
e dvou shluka.
G -

e Robustni vuci sumul!



Otestuj
vSechny
moznosti

Otestuj
vsechny
moznosti

Otestuj
vsechny
moznosti

Simpsonovi-3
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Vyber
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Simpsonovi-4 IFT_I_.
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Hierarchické shlukovani: nejdulezitéjsi vlastnosti

Oznacme d(m) pocet vSech riznych dendro-

d(m) ma slozitost vyssi nez Z(m!). Prohlédnuti

gramu s m listy (pro m objektt). Jiste plati, Ze ySech kandidatd je NP dloha — k reseni je nutna

dim+1) = (m+1)*m *d(m) /2

# Dendrogramtl

2 1

3 3

4 18
5 180

10 Asi 40 000 000

heuristika (napf. ,aglomerativni postup vede k cili “)
Postup zdola-nahoru (aglomerativni):

Zacatek: kazdy objekt tvori vlastni shluk.
Najdeme 2 nejblizsi shluky, které sloucime.

Postup: Proces opakujeme az do okamziku, kdy
vsechny objekty jsou ve stejném shluku.

Postup shora-dolli (postupné déleni):

Zacatek: jediny shluk tvofeny vSemi daty.
Otestujeme vSechny moznosti, jak shluk rozdélit
na 2 disjunktni ¢asti a vybereme nejlepsi
variantu.

Postup: Rekurzivné pokracujeme na obou
vzniklych podmnozinach.
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Vzdalenost: prameér vsech (mira3)




Shrnuti: typicke vlastnosti
hierarchickych metod shlukovani

Vyhoda: neni treba predem specifikovat pocet
shlukd

Hierarchickou strukturu dokaze uzivatel casto dobre
interpretovat — odpovida ,,intuici“, ovsem jde pak o
subjektivni pohled!

Problém s rozsdhlymi daty, nebot dolni odhad pro
slozitost aglomerativniho shlukovani je 2(m?3), kde

m je mohutnost shlukované mnoziny (pocet jejich
prvku)

Nebezpedi uviznuti v lokalnim optimu
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Da se hodnotit kvalita vzniklého rozkladu?

Necht shlukovani navrhne pokryti pdvodni mnoziny pomoci K shlukd C,, C,,...,
C, -Neexistuje universalni definice pro “dobry rozklad® Jisté nejdulezitéjsi
je hodnoceni uzivatele. Presto se pouzivaji i objektivni miry:

Vnitrni mira kvality, napft. SEE, t.j. suma odchylek uvnitf shlukt (od

V VeV

VVVVV

V Vev

(squared error from equilibrium)
SEi= 2y e, dlx - 1) SEE = 2« SE;

Vneéjsi mira kvality srovnava to, jak navrzeny rozklad odpovida néjaké
klasifikaci, ktera jiz existuje pro uvazované vybrané instance objektu.
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Shlukovani rozkladem

. Nehierarchicky postup, pri némz se kazdy
objekt vlozi do jednoho z k disjunktnich
shlukd.

. Predpoklada se, ze uzivatel predem stanovi k,
tj. pozadovany cilovy pocet shluki
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Shlukovani metodou K-jader (means):
krok O - inicializace

Stanov hodnotu k a vyber nahodné k bodu (jader) ve vychozi

mnoziné
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K-means shlukovani: iteracni krok 1

Prirad kazdy bod vychozi mnoziny k nejblizsimu z vybranych k jader.

V kazdé ze vzniklych k mnozin bodl nadefinuj nové jadro jako
,prumeér“ vsech prvku této mnoziny.




K-means shlukovani: iteracni krok 2a

[A] Pro kazdy bod plvodni mnoZiny proved

Prifazeni k nejblizSimu z novych jader (viz pfredchozi krok).

Porovnani prislusnosti mezi puvodnim a novym jadrem.




K-means shlukovani: iteracni krok 2b

Pokud se zarazeni do shlukt u Zzadného z bodu celé vstupni mnoziny

nezménilo, KONEC.
Jinak v kazdé ze vzniklych k mnozin bodtu nadefinuj nové jadro jako

»prumer” vsech prvku této mnoziny a SKOK na [A] .




K-means shlukovani: kriterium pro ukonceni

Vysledek iteracniho kroku 2 az do té doby, nez
,Priiteraci nedojde ke zméné zarazeni do shluku pro zadny prvek

plvodni mnoZiny.”
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Algoritmus k-means pro N objektu

1. Stanov pozadovany pocet k shluku.
2. Vyber nahodné vychozich k jader.

3. Prirad kazdému z N objekttd jméno (souradnice) toho jadra,
kterému je tento objekt nejbliz.

4. Predefinuj pozice jader vSech k shlukl tak, Zze bude pouzit
prumeér hodnot prvkt v daném shluku (a tuto zaménu
proved i v zaznamech provedenych v bodé 3).

5. Opakuj kroky 3. a 4. az do situace, kdy se prislusnost do
shluku stabilizuje (po iteraci neni Zadny objekt zarazen do
jiného shluku nez pred ni).



ProcC algoritmus k-means funguje?

Predpoklad: Dobré shlukovani zajistuje vysokou podobnost
uvnitr shluku.

10
9
8
Necht n, je mohutnost (pocet prvk() shluku k. K-means po- 7
: v oy . 6
stupuje tak, ze minimalizuje celkovou prumérnou vzdalenost 5
CAD meazi prvky téhoz shluku pro vsech K-stfedl vypoctenou j } .
jako K Ay, Ay, jz
. |
CAD = — X, —X,.
;I’Iz]; ki Y 1 2 3 45 6 7 8 9 10

Ukazeme, Ze tato hodnota se rovna 2x suma vzdalenosti ke

K
stfedim jednotlivych shluku, Cili 2x vysledné stfedni chybé ME = Z ”Akr ,uk
kterou tedy minimalizuje! k=1 i=l

2 iSnijSnk(Xi_ X )?= 2 iSnijSnk((xi_:uk) - (% - 44.)) %=
=2 iSnksznk((xi - M)+ (Xj - 1 )2 2(x _luk)*(xj - My )=
= ZISnknk(xi'/uk)Z+ nksznk(xj_luk)z_ziSnksznkz(xi_/uk)*(xj_/uk))z
=anzj5nk(xi':uk)2 -2(2 iSnk((Xi -l ) * (ZiSnk (Xj',uk))

Protoze vsak plati, ze >, ., (- 4)=0, musibyt> ;. > ;.. (x-x)>=2n2 ., (% - 14)?
Atedy CAD=2"* E



Shrnuti: vlastnosti k-means algoritmu

Vyhody
— Jednoduchy (lehka implementace i ladéni).
— Intuitivni objektivni funkce, ktera optimalizuje podobnost uvnitr shlukda.

— Pomeérné efektivni: slozitost (T * K * m * N), kde m je pocet objektl, K
je pocet shlukl, N pocet atributt a T pocet iteraci. Obvykle byvaji
hodnoty Ta K<<m .

Nevyhody

— Pouzitelné, jen tam, kde umime spocitat primér. Co kategoricka data?
— Velmi zalezi na inicializaci — nebezpeci uviznuti v lokdlnim minimu.

— Pozaduje se znalost poctu shlukd.

— Nevhodné pro zaSumeéna data s vyjimkami (outliers).

— Nevhodné pro situace, kdy shluky nemaji konvexni tvar .
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Jak se rozhodnout pro spravny pocet shlukt?

Obecné jde o otevreny problém.
Pouziva se rada heuristik

Jedna z nich vychazi ze srovnani
hodnoty objektivni funkce
(=celkovy soucet vzdalenosti uvnitr
shluk() pro rtzné volby poctu
shlukd
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. Je-lik=1, je

O N
vysledna hodnota -
objektivni funkce . mg
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. Je-lik=2,je
vysledna hodnota
obj. funkce 173,1
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. Je-lik=3,je
vysledna hodnota
obj. funkce 133,6
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Sledujme hodnotu objektivni funkce pro k=1,2,..,6
Nahly pokles pro k = 2 svédci pro volbu 2 shlukd.
Obecné hledame ,prudky ohyb“ (knee/elbow finding)

1.00E+03

9.00E+02
8.00E+02 \
7.00E+02 \
6.00E+02 \
5.00E+02 \
4.00E+02
3.00E+02 \
2.00E+02 \L_
1.00E+02 —
0.00E+00 : : ; .
1 2 3 k 4 5 6

Pozor! Pribéh objektivni funkce obvykle neni tak jednoduchy jako v
tomto umélém prikladeé.
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* Jednorozmeérny model typu GMM
,Gaussovska smeées” (Gaus.Mixture Model )

Gaussian | fi :

P(x)=@(x; u,0) = L) )

I
exp(— =
o271 - 20°

— napft. x je vyska populace A&

P(C=i)=@, P(x|IC=i)=@(x;i,0)

K K
P(r) = ZP(XC =)= ZP(C: ;‘)P(_};I (= ;') =(ﬁ%§p(’=ﬂ,5f)
i=1 =l



* Vicerozmeérny model typu GMM ,,Gaussovska smés*
se iterativné upresnuje

Smeés vicerozmeéernych

Gaussianu
P(C:/{):a), P(,ﬂ(:':f)zq)();;ﬂfqu_)

I

— Napr. pro situaci, kdy y je
hodnota krevniho tlaku a
X je vek



* Hodnoceni GMM

Vyhody
Interpretovatelnost: vznika
dokonce generativni model!
Efektivita srovnatelna s k-means
Intuitivni objektivni funkce

Lze zobecnit i pro smési rliznych
typu dat:

— Kategoricka data

— Misto primeéru lze pouzit
napr. max.

— Citlivost na sum a vyjimky
zalezi na distribucni funkci

Nevyhody
Casto uvazne v lokalnim
optimu — vliv inicializace!

Je nutné spravneé zvolit
hodnotu k.

Nevhodné v pripade, ze shluky
nejsou konvexni!

J(m3)



* GMM + EM (Expectation Maximization
algorithm) = ,,Soft k-means”

Stanov poZadovany pocet k shlukd. S ‘ ) "
Vyber nahodné vychozich k jader. @] | . ..
E-krok: pfifad pravdépodobnostni hodnotu .. & N
prislusnosti ke shlukiim . P
pij=P(C=i|x)=aPx|C=i)P(C=i) ‘
pi=2jpij

M-krok: proved nové odhady parametr( s
vyuzitim prdvé vypoctenych hodnot. / T

Wi <« 2j pijxj / pi

2j < 2jpiixixjT/ pi

Wi < pi

Opakuj kroky 3. a 4. az do té doby, kdy

zmény vSech parametrl jsou mensi nez
zvolena hranice.



Srovhani metod shlukovani

Hierarchické
shlukovani

Shlukovani rozkladem

K-means

GMM

Casové naroky

Predpoklady

Vstupni parametry

Navrzené shluky

J(m?3)
m je pocet objektu
Je treba mit miru

podobnosti/
vzdalenosti

zadné

Vznika pouze strom,
ktery Ize subjektivné
interpretovat

nejrychlejsi

+ dalsi silné
predpoklady
(konvexni shluky, ..)

Pevné zvoleny
parametr k (pocet
shluk()

Presné k shluku

rozumné rychlé
Nejsilnéjsi

predpoklady

Pevné zvoleny

parametr k (pocet
shluk()

Presné k shluku



