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pPlán p̌rednášky

� Zamě̌reńı 1: učeńı z p̌ŕıkladů

− motivace, formulace problému,

− prediktivńı a deskriptivńı modely,

� Zamě̌reńı 2: symbolické metody učeńı

− stromové prediktivńı modely

∗ rozhodovaćı stromy

· TDIDT algoritmus, diskretizace, prǒrezáváńı,

∗ regresńı stromy

· naḿısto rozhodnut́ı numerická p̌redpověď,

− pravidlové prediktivńı modely

∗ algoritmy AQ, CN2

− daľśı jednoduché klasifikátory

∗ naivńı bayes̊uv, logistická regrese, nejbližš́ı soused, v́ıcevrstvý perceptron.
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pUčeńı z p̌ŕıklad̊u – motivace

� Vytvá̌reńı poč́ıtačových programů, které se zdokonaluj́ı se zkušenost́ı

� Typicky na základě analýzy dat, tj. indukćı z p̌ŕıkladů

− ( ~X, Y ) – s učitelem – p̌redpověz Y – regrese, klasifikace

− ~X – bez učitele – najdi podobné p̌ŕıznakové vektory – shlukováńı

Př́ıklad 1: microarray data Př́ıklad 2: digitalizované znaky

najdi geny s podobnou expreśı – shlukováńı rozlǐsuj rukou psaná č́ısla – klasifikace
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pTypy učeńı

� Symbolické strojové učeńı

− znalost vyjáďrena ve formě symbolických popis̊u učených koncept̊u,

− typicky algoritmy tvǒŕıćı množiny pravidel zachycuj́ıćı vztah mezi atributy a ťŕıdou,

tj. nezávislými proměnnými a proměnnou ćılovou,

− propozicionálńı i relačńı (induktivńı logické programováńı),

� konekcionistické učeńı

− znalost uchovávána ve formě śıtě propojených neuronů s váženými synapsemi a prahovými

hodnotami,

� pravděpodobnostńı/statistické učeńı

− modelem je nap̌r. distribučńı funkce nebo funkce pstńı hustoty,

− statistické regresńı modely (lineárńı, logistické), SVMs,

� daľśı metody

− nap̌r. simulovaná evoluce a genetické algoritmy

(analogie s p̌ŕırodńımi procesy a darwinistickou teoríı p̌režit́ı nejsilněǰśıch).
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pRozhodovaćı stromy

� Aproximuj́ı diskrétńı ćılovou veličinu

� Aproximace funkćı reprezentovanou stromem

� Rozhodovaćı strom je disjunktem konjunkćı mezi omezeńımi hodnot atribut̊u

� Instance klasifikujeme dle hodnot atribut̊u

� Reprezentace

− vniťrńı uzly testuj́ı vlastnosti atribut̊u,

− větve odpov́ıdaj́ı možným hodnotám,

− listy p̌rǐrazuj́ı klasifikaci, tj. konkrétńı hodnotu ćılové veličiny.

(Obloha = Slunečno ∧ Vlhkost = Normálńı) ∨
(Obloha = Zataženo) ∨

(Obloha = Déš̌t ∧ V́ıtr = Slabý)
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pHrát tenis/golf? Trénovaćı p̌ŕıklady.

Den Obloha Teplota Vlhkost V́ıtr Tenis/golf

D1 Slunečno Vysoká Vysoká Slabý Ne

D2 Slunečno Vysoká Vysoká Silný Ne

D3 Zataženo Vysoká Vysoká Slabý Ano

D4 Déš̌t Sťredńı Vysoká Slabý Ano

D5 Déš̌t Ńızká Normálńı Slabý Ano

D6 Déš̌t Ńızká Normálńı Silný Ne

D7 Zataženo Ńızká Normálńı Silný Ano

D8 Slunečno Sťredńı Vysoká Slabý Ne

D9 Slunečno Ńızká Normálńı Slabý Ano

D10 Déš̌t Sťredńı Normálńı Slabý Ano

D11 Slunečno Sťredńı Normálńı Silný Ano

D12 Zataženo Sťredńı Vysoká Silný Ano

D13 Zataženo Vysoká Normálńı Slabý Ano

D14 Déš̌t Sťredńı Vysoká Silný Ne
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pTDIDT – indukce shora dol̊u

� TDIDT = Top-Down Induction of Decision Trees,

� konkrétńı algoritmus: ID3 (Quinlan, 1986)

dáno: S - trénovacı́ množina,

A - množina atributů,

C - množina třı́d,

if ∀s∈S patřı́ do stejné třı́dy c∈C
then jde o list, označ jej třı́dou c

else

jde o uzel, vyber pro něj ‘‘nejlepšı́’’ rozhodovacı́ atribut a∈A
(s hodnotami v1, v2, . . . , vn),

rozděl trénovacı́ množinu S na S1, . . . , Sn podle hodnot atributu a,

rekurzivně vytvářej podstromy T1, . . . , Tn pro S1, . . . , Sn
(přechodem na začátek algoritmu s S = Si),

výsledný strom T je tvořen podstromy T1, . . . , Tn.

� který atribut a je nejlepš́ı?
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pEntropie

� S – vzorek trénovaćıch p̌ŕıkladů,

� p+ (p−) je zastoupeńı pozitivńıch (negativńıch) p̌ŕıkladů v S

− zastoupeńı = relativńı četnost ∼ pravděpodobnost,

� H(S) – informačńı entropie trénovaćı množiny

− nejmenš́ı pr̊uměrný počet bit̊u nutných k zakódováńı zprávy o ťŕıdě libovolného s ∈ S,

� teorie informace

− kód optimalńı délky p̌rǐrazuje − log2 p bit̊u zprávě s pravděpodobnost́ı p

� pr̊uměrný počet bit̊u poťrebný k zakódováńı “+” nebo “–” náhodného prvku S

H(S) = −p− log2 p
− − p+ log2 p

+

� obecně pro c r̊uzných ťŕıd:

H(S) = −
∑
c∈C

pc log2 pc
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pEntropie

� Entropie jako funkce booleovské klasifikace vyjáďrené relativńı četnost́ı pozitivńıch p̌ŕıkladů

− četnost negativńıch p̌ŕıkladů je redundantńı informaćı (p− = 1− p+),

� entropie je ḿırou neuspǒrádanosti v souboru p̌ŕıkladů,

� ideálńı rozhodovaćı nástroj (klasifikátor) minimalizuje neuspǒrádanost, tj. entropii.
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pInformačńı zisk

� Gain(S, a) nebo IG(S, a) – heuristické kritérium

− očekávaná redukce entropie za p̌redpokladu rozděleńı množiny S dle atributu A,

− ḿıra efektivity atributu pro klasifikaci trénovaćıch dat,

− p̌ŕımé použit́ı entropie, pouze p̌rechod od minimalizačńıho k maximalizačńımu kritériu

Gain(S, a) = Entropy(S)−
∑

v∈V alues(a)

|Sv|
|S|

Entropy(Sv)

− V alues(a) – možné hodnoty atributu a,

− Sv - podmnožina S, pro kterou a má hodnotu v,

− ćılem je minimalizovat počet test̊u nutných k odděleńı ťŕıd (homogenizaci),

− a v důsledku generovat co nejmenš́ı strom.
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pHrát tenis? výpočet zisku

� V alues(V itr) = {Slaby, Silny}

− S = [9+, 5−], E(S) = 0.940

− Sslaby = [6+, 2−], E(Sslaby) = 0.811

− Ssilny = [3+, 3−], E(Ssilny) = 1.0

� Gain(S, V itr) = E(S)− 8
14×E(Sslaby)− 6

14×E(Ssilny) = 0.940− 8
14×0.811− 6

14×1.0 = 0.048

� V alues(Obloha) = {Slunecno, Zatazeno,Dest}

− S = [9+, 5−], E(S) = 0.940

− Sslunecno = [2+, 3−], E(Sslunecno) = 0.968

− Szatazeno = [4+, 0−], E(Szatazeno) = 0

− Sdest = [3+, 2−], E(Sdest) = 0.968

� Gain(S,Obloha) = E(S)− 5
14 × E(Sslunecno)− 5

14 × E(Sdest) = 0.940− 0.694 = 0.246,

� Gain(S, V lhkost) = 0.151,

� Gain(S, Teplota) = 0.029.
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pDaľśı heuristiky

� Informačńı zisk (Gain, IG)

− nezohledňuje jak široce a rovnoměrně atribut data děĺı (extrémńı p̌ŕıklad: unikátńı index),

� Poměrný zisk (Gain Ratio, GR)

− využ́ıvá doplňkovou informaci o děleńı (split information)

− penalizuje t́ım atributy jako nap̌r. datum

SI(S, a) = −
∑

v∈V alues(a)

|Sv|
|S|

log2

|Sv|
|S|

GR(S, a) =
Gain(S, a)

SI(S, a)

� daľśı - Gini index, Mantarasova heuristika, heuristiky váž́ıćı cenu źıskáńı atributu (Nunez)

GainCost(S,A) =
2Gain(S,A) − 1

(Cost(A) + 1)w

− w ∈ [0, 1] – relativńı důležitost Cost vs. Gain.
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pSpojité atributy

� TDIDT založen na děleńı do rozumného počtu větv́ı,

� spojité atributy muśı být diskretizovány,

� kategorizace diskretizačńıch p̌ŕıstupů

− s učitelem vs. bez učitele (supervised, unsupervised)

∗ využ́ıváme znalost ćılové veličiny?

− globálńı vs. lokálńı

∗ globálńı – proveď diskretizaci p̌red aplikaćı uč́ıćıho se algoritmu na všech datech,

∗ lokálńı – diskretizuj pr̊uběžně a pouze na aktuálńıch instanćıch,

∗ výhody a nevýhody: p̌ŕımý kontext vs. citlivost na šum,

− práce s diskrétńımi atributy

∗ uvažuje algoritmus uspǒrádané hodnoty atribut̊u?

∗ pokud ne, lze tomu p̌rizpůsobit proces učeńı

· p̌reveď každý diskretizovaný atribut (k hodnot) na množinu k-1 binárńıch atribut̊u,

i-tá hodnota diskretizované veličiny = i-1 binárńıch atr. 0, zbytek 1

� TDIDT – s učitelem, lokálńı, diskrétńı atributy neuspǒrádané.
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pDiskretizace bez učitele

� stejná š́ı̌re interval̊u (equal-width binning)

− děl na intervaly o stejné š́ı̌rce,

− š́ı̌rka=(max-min)/počet interval̊u,

− distribuce instanćı může být nerovnoměrná,

� stejná četnost instanćı (equal-depth binning)

− založeno na rozložeńı hodnot atributu,

− někdy nazývána vyrovnáńım histogramu

∗ uniformńı (plochý) histogram,

� manuálńı, nap̌r. odvozené od histogramu.
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pDiskretizace s učitelem

� často založená na entropii

� nap̌r. binarizace

− definuj (dynamicky) nový booleovský atribut

− ac je true iff a > c,

− jediná otázka – volba prahové hodnoty c,

− zvol práh optimalizuj́ıćı IG heuristiku

∗ seťriď všechny instance podle a,

∗ najdi soused́ıćı p̌ŕıklady lǐśıćı se klasifikaćı,

∗ kandidát na c

· sťred mezi p̌ŕıslušnými hodnotami a,

∗ zvol nejlepš́ı c.
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pDiskretizace s učitelem

� generalizace binarizace = děleńı do v́ıce interval̊u

− R-binarizace – a je použit v́ıcekrát na stejné cestě od kǒrene k listu stromu.

− zobecněná binarizace

∗ najdi optimálńı děleńı (IG je použit jako hodnot́ıćı fce),

∗ opakuj až do splněńı ukončovaćı podḿınky,

� ukončovaćı podḿınka?

− princip minimálńı délky popisu (minimum description length – MDL)

∗ nejlepš́ı teorie je ta, která minimalizuje svoji délku současně s délkou zprávy nutnou k

popsáńı výjimek z teorie,

∗ nejlepš́ı generalizace je ta, která minimalizuje počet bit̊u nutných ke komunikaci gener-

alizace a všech p̌ŕıkladů, z nichž je vytvǒrena.

� diskretizace založená na chybovosti (naḿısto entropie)

− minimalizuje počet chyb,

− snadno se poč́ıtá ale nelze dosáhnout sousedńıch interval̊u se stejnou ťŕıdou (označeńım).
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pPoznámky k tvorbě DT a ID3

� Jak obt́ıžné je nalézt optimálńı strom?

− uvažujme m instanćı popsaných n binárńımi atributy

− optimalita – strom minimalizuje počet test̊u = uzl̊u

− jde o NP-úplný problém

∗ pro algoritmus bez orákula hypotézový prostor roste superexponenciálně s počtem atribut̊u,

∗ nelze prohledávat úplně,

∗ je ťreba řešit heuristicky/lokálńım prohledáváńım,

� Hladové prohledáváńı

− žádné zpětné řetězeńı p̌ri prohledáváńı, TDIDT/ID3 udržuje jedinou pr̊uběžnou hypotézu,

− nutně konverguje pouze k lokálńımu optimu,

� ID3 strategie up̌rednostňuje menš́ı stromy p̌red věťśımi

− jak? atributy s vysokým IG jsou bĺıže ke kǒreni,

− induktivńı zaujet́ı – Occamova b̌ritva

∗ “Plurality should not be assumed without necessity.” or KISS: “Keep it simple, stupid.”

− nejjednoduš̌śı strom pravděpodobně nebude obsahovat neužitečná omezeńı, tj. testy.
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pPrǒrezáváńı DT

� Přeučeńı (overfitting) DT

− složité stromy odrážej́ıćı singularity v trénovaćıch datech,

− statistická volba atribut̊u p̌ri stavbě stromu zajǐštuje robustnost v̊uči šumům

∗ p̌resto může být omezuj́ıćı rozklad na zcela homogenńı podmnožiny p̌ŕıkladů,

− řešeńı: prǒrezáváńı (pruning),

� prahové prǒrezáváńı jednoduše zdola nahoru

− definuj prahovou p̌resnost ac0,

− if ac = 1− e/n > ac0 then prune,

− (n = počet p̌ŕıkladů v uzlu, e = počet chyb = počet p̌ŕıkladů z minoritńıch ťŕıd),

� prǒrezáváńı založené na očekávané chybě

− aproximuj očekávanou chybu pokud daný uzelN (pokrývaj́ıćı množinu p̌ŕıkladů S) prǒŕızneme

Laplace̊uv odhad chyby: E(S) = e+T−1
n+T , T = počet ťŕıd,

− aproximuj “záložńı chybu” v následńıćıch N p̌redpokládaj́ıćı, že prǒrezáńı neprovedeme

BackedUpE(S) =
∑

l∈children(N) plE(Sl),

− je-li očekávaná chyba menš́ı než záložńı chyba prǒrež N.
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pVhodné problémy pro DT

� Instance jsou reprezentovány páry atribut-hodnota (tj. data maj́ı tvar obdélńıkové tabulky)

− ne vždy, viz multirelačńı data,

� ćılová funkce je diskrétńı

− pro spojité ćılové funkce regresńı stromy,

� disjunktivńı hypotézy jsou p̌rijatelným výstupem,

� srozumitelná klasifikace – DT = white box,

− strom rozumné velikosti je p̌rehledný pro lidi,

� šum a chyběj́ıćı hodnoty

− data mohou obsahovat chybné klasifikace a hodnoty atribut̊u,

− v datech se mohou vyskytnout chyběj́ıćı hodnoty atribut̊u.
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pRegresńı stromy

� učeńı se spojitou ťŕıdou

� CART (Breiman, Friedman)

− v listech hodnoty (naḿısto ID ťŕıd u DT)

� standardńı odchylka jako chybová ḿıra

− ḿıra jej́ı redukce určuje nejlepš́ı atribut

δerr = sd(S)−
∑

v∈values(A)
|Sv|
|S| sd(Sv)

CART model mapy ceny domů v Kalifornii, c©Carnegie Mellon University, Course 36-350, Data Mining
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pRegresńı stromy

� M5 (Quinlan)

− v listech multivariačńı lineárńı modely

∗ schopnost extrapolace,

− model = stromový, po částech lineárńı

− daľśı vylepšeńı

∗ nečistota = standardńı odchylka z regresńıho odhadu,

∗ lineárńı model sestavený v uzlu zohledňuje pouze atributy použité v daném podstromu.

∗ zjednodušeńı – eliminuj atributy málo vylepšuj́ıćı model

acc =
n + λ

n− λ
1

n

n∑
i=1

|f reali − f predi |

· λ . . . počet parametr̊u v modelu, fi . . . hodnota ćılové veličiny ve vzorku i,

· extrémńı p̌ŕıpad . . . pouze konstanta (pak shoda s CART),

� prǒrezáváńı

− porovnej p̌resnost lineárńıho modelu s p̌resnost́ı podstromu,

− je-li model lepš́ı pak prǒrež,

� vyhlazováńı

− hodnota predikovaná v listu je p̌rizpůsobena dle odhadů v uzlech na cestě od kǒrene.
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pRegresńı stromy

M5 model mapy ceny domů v Kalifornii, WEKA
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pRozhodovaćı pravidla

� daľśı metoda aproximace diskrétńıch ćılových veličin,

� aproximačńı fce ve tvaru množiny (seznamu) rozhodovaćıch pravidel,

� jestliže <podḿınka> pak <ťŕıda>

− selektor = jednoduchý test hodnoty atributu,

− nap̌r. <Obloha=Slunečno>, {=, ?, >, ?} typicky relačńı operátory,

− podḿınka (complex) = konjunkce selektor̊u,

� pravidla maj́ı stejnou expresivitu jako stromy

− stromy - “rozděl a panuj” → děleńı, čistě shora dol̊u,

− pravidla - “odděl a panuj” → pokryt́ı, konstrukce oběma směry.
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pAQ algoritmus

� Michalski – algoritmus pro pokryt́ı množiny

dáno: S - trénovacı́ množina,

C - množina třı́d,

∀c∈C opakuj

Sc = Pc ∨ Nc (pozitivnı́ a negativnı́ přı́klady)

bázePravidel(c)={}
opakuj {najdi množinu pravidel pro c}
R=find-one-rule(Pc ∨ Nc)

(najdi pravidlo pokrývajı́cı́ nějaké pozitivnı́ přı́klady

a žádný negativnı́ přı́klad)

bázePravidel(c)+=R

Pc-=pokryto(R,Pc),

dokud naplatı́ Pc={}

� find-one-rule procedura je kritickým krokem,

� p̌ŕıstup zdola-nahoru → generalizace.
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pAQ algoritmus

� find-one-rule

− zvol náhodně pozitivńı p̌ŕıklad (zrno)

− generuj všechny maximálńı generalizace zrna

∗ pokrývá co nejv́ıce pozitivńıch p̌ŕıkladů

∗ nepokrývá žádný negativńı p̌ŕıklad

− vyber nejlepš́ı generalizaci (preferenčńı heuristika)

ID a1 a2 a3 Tř́ıda

1 x r m +

2 y r n +

3 y s n +

4 x s m -

5 z t n -

6 z r n -

zrno 1: p̌ŕıklad 2

if (a1=y) & (a2=r) & (a3=n) then +

g1: if (a1=y) then +

zrno 2: p̌ŕıklad 1

if (a1=x) & (a2=r) & (a3=m) then +

g1: if (a1=x) & (a2=r) then +

g2: if (a2=r) & (a3=m) then +
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pRIPPER algoritmus

� AQ je sṕı̌se modelový algoritmus

− záviśı na volbě zrna – je nedeterministický,

− neńı vhodný pro domény s chybami/šumem,

� p̌ŕıklad praktičtěǰśıho algoritmu implementováného ve WEKA: RIPPER (JRip)

� RIPPER (Repeated Incremental Pruning to produce Error Reduction, Cohen 1995)

− dvě fáze: grow and prune

∗ náhodně rozděl data na trénovaćı (2/3) a validačńı (1/3),

− na trénovćıch pravidla vytvá̌rej (grow)

∗ pravidlo nesḿı pokrýt žádný negativńı p̌ŕıklad,

∗ kritériem výběru selektoru je informačńı zisk,

− na validačńıch pravidla zjednodušuj (prune – reduced error pruning),

∗ odeb́ırej selektory, které nezlepšuj́ı p̌resnost na validačńıch datech,

∗ maximalizuj funkci: v = p−n
p+n

∗ p . . . počet pozitivńıch validačńıch p̌ŕıkladů pokrytých pravidlem,

∗ n . . . počet negativńıch validačńıch p̌ŕıkladů pokrytých pravidlem.
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pIREP algoritmus – pseudokód

dáno: S = Pos + Neg - množina klasifikovaných přı́kladů,

Ruleset=∅
while Pos 6= ∅
(GrowPos,GrowNeg,PrunePos,PruneNeg)=split(Pos,Neg)

Rule=GrowRule(GrowPos,GrowNeg)

Rule=PruneRule(Rule,PrunePos,PruneNeg)

if errorRate(Rule,PrunePos,PuneNeg)>0.5 then

return Ruleset

else

add Rule to Ruleset

remove examples covered by Rule from (Pos,Neg)

endif

endwhile

return Ruleset
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pDoporučené doplňky – zdroje p̌rednášky

� Mǎŕık & kol.: Umělá inteligence.

− d́ıl I., kapitola Strojové učeńı,

− d́ıl IV., kapitola 11., Strojové učeńı v dobýváńı znalost́ı,

� Berka: Dobýváńı znalost́ı z databáźı.

− kniha Academia, široký p̌rehled,

� Quinlan: Induction of Decision Trees.

− stařśı článek (1986) s p̌ŕıkladem z p̌rednášky,

− http://www.di.unipi.it/~coppola/didattica/ccp0506/papers/ML 1.1.81 Quinlan.pdf,

� Cohen: Fast Effective Rule Induction.

− Ripper pravidlový klasifikátor,

− http://citeseer.ist.psu.edu/viewdoc/summary?doi=10.1.1.50.8204.
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